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FACULDADE DE ENGENHARIA ELÉTRICA
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gratidão se estende a toda a minha famı́lia e aos meus avós, em especial ao meu avô
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mica. Minha paixão por seu propósito me inspirou e me abriu portas para oportunidades
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Juniores do Pará, a Pororoca, foi um caṕıtulo memorável e repleto de aprendizado. Foi
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RESUMO

Este trabalho apresenta um estudo abrangente sobre a previsão de vazão afluentes da Usina
Hidrelétrica de Tucurúı, situada na bacia do Tocantins-Araguaia. A pesquisa abrange
cinco cenários distintos, variando a arquitetura dos modelos de previsão, incorporando
Redes Neurais Recorrentes de Longa Memória de Curto Prazo (LSTM) e Redes Neurais
Convolucionais (CNN). A implementação, conduzida em Python com o aux́ılio de bibliotecas
como Pandas e NumPy, faz uso de um conjunto de dados históricos de vazões afluentes
fornecidos pelo Operador Nacional do Sistema Elétrico (ONS) das Usinas de Tucurúı,
Estreito e Lajeado. Os resultados obtidos foram avaliados minuciosamente por meio de
análises aprofundadas, métricas de regressão e representações gráficas, demonstrando
a eficácia dessas abordagens na previsão da vazão afluente diária da UHE-Tucurúı em
horizontes temporais que variam de 1 a 7 dias. Além das contribuições metodológicas, este
estudo proporciona insights cruciais que têm o potencial de elevar a precisão da previsão
hidrológica, um campo de extrema importância na gestão de recursos h́ıdricos e energia.

Palavras-chave: Previsão de Vazão, Redes Neurais, LSTM, CNN, UHE-Tucurúı.



ABSTRACT

This paper presents a comprehensive study on the prediction of influent flow at the
Tucurúı Hydroelectric Power Plant, located in the Tocantins-Araguaia basin. The rese-
arch encompasses five distinct scenarios, varying the architecture of prediction models
by incorporating Long Short-Term Memory Recurrent Neural Networks (LSTM) and
Convolutional Neural Networks (CNN). The implementation, conducted in Python with
the assistance of libraries such as Pandas and NumPy, utilizes historical data of influ-
ent flows provided by the National Electric System Operator (ONS) from the Tucurúı,
Estreito, and Lajeado power plants. The results obtained were meticulously evaluated
through in-depth analyses, regression metrics, and graphical representations, unequivocally
demonstrating the effectiveness of these approaches in predicting the daily influent flow
at the UHE-Tucurúı over temporal horizons ranging from 1 to 7 days. In addition to its
methodological contributions, this study provides crucial insights that have the potential
to enhance the accuracy of hydrological forecasting, a field of utmost importance in the
management of water resources and energy.

Keywords: Flow Prediction, Neural Networks, LSTM, CNN, UHE-Tucurúı.
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13

1 INTRODU�C ~AO

As vaz~oes a
uentes, tamb�em conhecidas como vaz~oes de entrada, representam o

uxo de �agua que chega a uma �area espec���ca de uma bacia hidrogr�a�ca em um determinado
per��odo, geralmente expresso em termos de volume de �agua por unidade de tempo. A
previs~ao dessas vaz~oes desempenha um papel fundamental no planejamento e na gest~ao
dos recursos h��dricos, especialmente nas usinas hidrel�etricas, onde a disponibilidade de
�agua �e essencial para a gera�c~ao de energia el�etrica (SALCEDO-SANZ; HERMS; PASTOR-
S�ANCHEZ, 2018).

A previs~ao de vaz~ao a
uente �e uma t�ecnica crucial na hidrologia, visando estimar
a quantidade de �agua que 
uir�a em um ponto espec���co de uma bacia hidrogr�a�ca em um
per��odo futuro. Essa estimativa �e de extrema relevância para o planejamento e a opera�c~ao
de usinas hidrel�etricas, permitindo antecipar as condi�c~oes hidrol�ogicas futuras e otimizar a
gera�c~ao de energia el�etrica, al�em da gest~ao dos recursos h��dricos (HERRERA; J�ODAR;
GIR �ALDEZ, 2010). Essa capacidade de prever com precis~ao as vaz~oes futuras �e crucial
para garantir a e�ciência, a seguran�ca e a sustentabilidade do sistema energ�etico.

Nos �ultimos anos, avan�cos nas t�ecnicas de aprendizado de m�aquina têm oferecido
novas abordagens para a previs~ao de s�eries temporais, incluindo vaz~oes de rios. Entre
essas t�ecnicas, destacam-se as Redes Neurais Arti�ciais (RNAs), que se destacam por sua
habilidade em modelar rela�c~oes complexas e n~ao lineares em dados hidrol�ogicos (SALCEDO-
SANZ; HERMS; PASTOR-S�ANCHEZ, 2018). Inspiradas no sistema nervoso central de
organismos superiores, essas redes têm a capacidade de identi�car regularidades e padr~oes
nos dados por meio de treinamento e realizar generaliza�c~oes com base no conhecimento
adquirido (HAYKIN, 2001).

No âmbito das RNAs, duas arquiteturas têm sido amplamente exploradas para
a previs~ao de s�eries temporais: asLong Short-Term Memory (LSTM), ou Redes Neurais
Recorrentes de Longa Mem�oria de Curto Prazo, e asConvolutional Neural Networks
(CNN), ou Redes Neurais Convolucionais. As redes LSTM s~ao capazes de lidar com
dependências temporais de longo prazo, capturando informa�c~oes passadas relevantes para
a previs~ao futura (YANG et al., 2017).Por sua vez, as redes CNN s~ao e�cientes na extra�c~ao
de caracter��sticas espaciais e temporais das s�eries temporais, o que as torna adequadas
para a an�alise de padr~oes complexos (YAO et al., 2018).

Em um contexto espec���co, as usinas hidrel�etricas situadas na bacia do Tocantins-
Araguaia, como das Usinas de Tucuru��, Estreito e Lajeado, dependem diretamente do regime
de vaz~ao dos rios para a produ�c~ao de energia el�etrica. Assim, torna-se crucial a capacidade
de prever com precis~ao as vaz~oes futuras (PAPACHARALAMPOUS; MAKROPOULOS;
DIAKAKIS, 2019). Os dados de recursos h��dricos s~ao coletados periodicamente, registrando
sequências temporais em pontos igualmente espa�cados ao longo do tempo, e os modelos de
Redes Neurais Recorrentes (RNN) s~ao frequentemente aplicados a esses dados (KWON et
al., 2023).

Diversos estudos têm explorado o uso de RNAs, para a previs~ao de vaz~oes em
usinas hidrel�etricas. (BELOTTI, 2019) realizou um estudo sobre a previs~ao de vaz~oes
a
uentes utilizando redes neurais arti�ciais eensembles. Eles demonstraram a e�c�acia
dessas t�ecnicas na melhoria das previs~oes hidrol�ogicas. Outros estudos, como o de (G�OMEZ-
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GONZ�ALEZ et al., 2020) e (BRUNNER; ZOSS; SCHAEFLI, 2017), tamb�em exploraram
o uso de redes LSTM para a simula�c~ao de vaz~ao em rios.

Destaca-se tamb�em o estudo conduzido por (SANTOS, 2022), que aplicou LSTMs
na previs~ao di�aria de vaz~ao na Usina Hidrel�etrica de Tucuru��, utilizando dados hist�oricos
de Tucuru�� e Estreito. Este trabalho serviu como ponto de partida para nossa pesquisa,
que representa um avan�co signi�cativo. Nesta continuidade, em nosso estudo ampliou-se a
base de dados de 01 de janeiro de 1999 at�e 01 junho de 2023 e inclu��ram-se novas usinas
na an�alise, considerando aquelas com contribui�c~ao m��nima de 10% na vaz~ao total e dados
atualizados, proporcionando uma vis~ao mais abrangente da bacia do Tocantins-Araguaia.

A pesquisa tamb�em inovou ao explorar novos modelos, incorporando arquiteturas
convolucionais unidimensionais e bidimensionais. Essa abordagem h��brida, que combina
Redes Neurais Recorrentes e Redes Neurais Convolucionais, resultou em modelos mais

ex��veis para lidar com as complexas rela�c~oes espaciais e temporais presentes nos dados de
vaz~ao dos reservat�orios. A inclus~ao de uma revis~ao te�orica das CNNs, o aprimoramento
de hiperparâmetros e a aplica�c~ao de uma nova fun�c~ao de perda ponderada tamb�em
contribu��ram para melhorias substanciais nos modelos.

Outro aspecto importante �e a utiliza�c~ao de t�ecnicas de pr�e-processamento e sele�c~ao
de vari�aveis para otimizar a entrada dos dados no modelo de previs~ao. Isso contribuir�a
para melhorar a precis~ao e a con�abilidade das previs~oes, ao considerar apenas as vari�aveis
mais relevantes para o problema em quest~ao.

O estudo tamb�em introduziu novas m�etricas de avalia�c~ao durante o per��odo,
proporcionando uma an�alise detalhada da precis~ao das previs~oes em rela�c~ao aos dados
reais de vaz~ao dos reservat�orios. Em s��ntese, esta pesquisa n~ao apenas amplia e aprimora
trabalhos anteriores, mas tamb�em traz contribui�c~oes inovadoras em metodologia, modelos
e avalia�c~ao.

A expectativa �e que este estudo contribua signi�cativamente para o aprimoramento
da previs~ao de vaz~oes a
uentes em usinas hidrel�etricas na regi~ao, fornecendo informa�c~oes
cruciais para o planejamento da opera�c~ao desses empreendimentos. A avalia�c~ao comparativa
entre as redes LSTM e CNN, quando combinadas em um �unico modelo, permitir�a a
identi�ca�c~ao e explora�c~ao das intera�c~oes entre as camadas, entendendo como a informa�c~ao
extra��da pela CNN �e processada e utilizada pela LSTM, potencialmente resultando em
previs~oes mais precisas. A combina�c~ao das camadas visa oferecer uma representa�c~ao mais
rica dos dados e uma melhor captura dos padr~oes relevantes.

1.1 Justi�cativa

A previs~ao de vaz~ao a
uente desempenha um papel crucial na gest~ao e opera�c~ao
de usinas hidrel�etricas, fornecendo informa�c~oes fundamentais para o planejamento da
gera�c~ao de energia e decis~oes relacionadas aos recursos h��dricos. Com o avan�co das t�ecnicas
de aprendizado de m�aquina, as Redes Neurais Arti�ciais têm se destacado como uma
abordagem promissora para a previs~ao de s�eries temporais hidrol�ogicas. Nesse contexto, as
LSTM e as CNN têm demonstrado relevância para a tarefa de previs~ao de vaz~oes em rios.

Este estudo se justi�ca pela necessidade de aprimorar as previs~oes de vaz~ao
a
uente em usinas hidrel�etricas na bacia do Tocantins-Araguaia. A pesquisa n~ao se
restringe �a aplica�c~ao do modelo LSTM, mas estende-se a quatro outros modelos: CNN1D
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(Redes Neurais Convolucionais unidimensionais), CNN2D (Redes Neurais Convolucionais
bidimensionais), LSTM-CNN1D (uma combina�c~ao de LSTM e CNN1D), LSTM-CNN2D
(uma fus~ao de LSTM e CNN2D). Essa abordagem multifacetada visa explorar a e�c�acia
dessas arquiteturas de maneira isolada e, mais inovadoramente, em combina�c~ao h��brida,
proporcionando ao modelo uma 
exibilidade para lidar com as complexas rela�c~oes espaciais
e temporais nos dados de vaz~ao dos reservat�orios.

A an�alise se estende al�em do âmbito regional, ao abordar a regi~ao da bacia do
Tocantins-Araguaia e focar na Usina Hidrel�etrica de Tucuru��, este estudo contribuir�a com
informa�c~oes espec���cas para a gest~ao sustent�avel dos recursos h��dricos e a e�ciência da
gera�c~ao de energia el�etrica na regi~ao. A inova�c~ao deste estudo n~ao se restringe apenas �a
aplica�c~ao e avalia�c~ao de modelos. A apresenta�c~ao te�orica das Redes Neurais Convolucionais,
o aprimoramento de hiperparâmetros e a introdu�c~ao de uma nova fun�c~ao de perda destacam
a busca por melhorias substanciais na e�c�acia dos modelos. A aplica�c~ao de t�ecnicas de
pr�e-processamento e sele�c~ao de vari�aveis visa otimizar a entrada de dados nos modelos,
contribuindo para uma previs~ao mais precisa e con��avel.

Assim, este estudo visa n~ao s�o avan�car no entendimento da aplica�c~ao das RNAs,
mas tamb�em aprimorar as estrat�egias de gest~ao de recursos h��dricos e opera�c~ao de usinas
hidrel�etricas, contribuindo para o desenvolvimento de pr�aticas mais robustas e adapt�aveis,
essenciais em um contexto global de mudan�cas clim�aticas e demandas crescentes por
energia sustent�avel.

1.2 Metodologia

A metodologia adotada neste estudo visa alcan�car uma an�alise abrangente da pre-
vis~ao de vaz~ao a
uente, considerando as particularidades da bacia do Tocantins-Araguaia.
O estudo �e estruturado em cinco cen�arios distintos, cada um explorando diferentes ar-
quiteturas de modelos de aprendizado de m�aquina. A abordagem multifacetada inclui a
aplica�c~ao de modelos auto regressivos, destacando-se os seguintes cen�arios:

ˆ Modelo LSTM (Redes Neurais Recorrentes):Este cen�ario consiste na implementa�c~ao
de um modelo baseado em Redes Neurais Recorrentes de Longa Mem�oria de Curto
Prazo (LSTM). Essa arquitetura �e conhecida por sua capacidade de lidar com
dependências temporais de longo prazo nos dados hidrol�ogicos.

ˆ Modelo CNN1D (Redes Neurais Convolucionais Unidimensionais):Exploramos um
modelo baseado em Redes Neurais Convolucionais unidimensionais para capturar
caracter��sticas temporais complexas nas s�eries temporais hidrol�ogicas.

ˆ Modelo CNN2D (Redes Neurais Convolucionais Bidimensionais):Este cen�ario
envolve a aplica�c~ao de Redes Neurais Convolucionais bidimensionais, visando extrair
padr~oes espaciais e temporais simultaneamente.

ˆ Modelo LSTM-CNN1D (H��brido LSTM e CNN1D): Integramos as vantagens dos
modelos LSTM e CNN1D para criar uma arquitetura h��brida. Essa abordagem visa
combinar a capacidade de capturar dependências temporais de longo prazo com a
e�ciência na extra�c~ao de caracter��sticas temporais.

ˆ Modelo LSTM-CNN2D (H��brido LSTM e CNN2D): Exploramos uma abordagem
similar ao cen�ario anterior, mas integrando as Redes Neurais Convolucionais bidimen-
sionais. Isso possibilita uma an�alise mais profunda das rela�c~oes espaciais e temporais
nos dados de vaz~ao.
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A implementa�c~ao dos modelos ser�a realizada utilizando a linguagem Python,
aproveitando bibliotecas essenciais como Pandas e NumPy. A escolha dessa linguagem e
das bibliotecas mencionadas �e respaldada pela ampla aceita�c~ao na comunidade de ciência
de dados e aprendizado de m�aquina, al�em da facilidade de implementa�c~ao de modelos
complexos.

Para a implementa�c~ao, utilizaremos dados hist�oricos de vaz~ao a
uente disponibili-
zados pelo Operador Nacional de Sistema El�etrico (ONS) das Usinas Tucuru��, Estreito e
Lajeado. Sendo as entradas as duas �ultimas e a sa��da predita em Tucuru��. Esses dados
em seguida s~ao submetidos a processos de pr�e-processamento, incluindo normaliza�c~ao,
tratamento de outliers e sele�c~ao criteriosa de vari�aveis relevantes.

Os modelos s~ao treinados com base nos dados hist�oricos das UHEs de Tucuru��,
Estreito e Lajeado de um per��odo de01 de janeiro de 1999 a 01 de junho de 2023, em
seguida divididos em conjuntos de treinamento e valida�c~ao para evitar over�tting. Ap�os a
implementa�c~ao dos modelos, ser~ao realizados testes e an�alises para avaliar seu desempenho
na previs~ao de vaz~oes a
uentes.

Para avaliar o desempenho dos modelos em cada cen�ario, foram utilizadas m�etricas
padr~ao, como Erro Absoluto M�edio (MAE), Erro Quadr�atico M�edio (MSE) e Coe�ciente
de Determina�c~ao (R²). Essas m�etricas oferecem uma vis~ao abrangente do qu~ao bem os
modelos est~ao performando em termos de precis~ao.

Um aspecto importante desta metodologia �e a avalia�c~ao temporal dos modelos
durante o per��odo de 1 a 7 dias. Essa an�alise detalhada permite uma compreens~ao mais
profunda do comportamento dos modelos em curtos intervalos de tempo.

Ao �nal, ser�a realizada uma an�alise comparativa entre os cen�arios, identi�cando
quais arquiteturas de modelos apresentam o melhor desempenho em diferentes contextos.
Essa compara�c~ao �e essencial para fornecer insights valiosos para a escolha da melhor
abordagem na tarefa de previs~ao de vaz~oes em cen�arios similares.

1.3 Objetivos

1.3.1 Objetivo geral

O objetivo geral deste estudo �e desenvolver e comparar modelos de previs~ao
de vaz~ao a
uente para a Usina Hidrel�etrica de Tucuru��, situada na regi~ao da bacia do
Tocantins-Araguaia. O foco principal recai na utiliza�c~ao de Redes Neurais Recorrentes
de Longa Mem�oria de Curto Prazo (LSTM) e Redes Neurais Convolucionais (CNN) em
diferentes con�gura�c~oes. O prop�osito fundamental �e aprimorar as previs~oes de vaz~ao e
fornecer informa�c~oes robustas e con��aveis para o planejamento e opera�c~ao desta importante
infraestrutura.

1.3.2 Objetivos espec���cos

Para atingir o objetivo geral proposto, os objetivos espec���cos deste trabalho s~ao:

ˆ Levantamento Bibliogr�a�co: Realizar um levantamento bibliogr�a�co sobre t�ecnicas
de previs~ao de vaz~oes a
uentes em usinas hidrel�etricas, com ênfase no uso de LSTMs
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e CNNs na �area hidrol�ogica.
ˆ An�alise de Dados: Coletar e analisar dados hidrol�ogicos das usinas Tucuru��, Estreito

e Lajeado, para construir um conjunto de dados representativo para o treinamento e
avalia�c~ao do modelo de previs~ao.

ˆ Desenvolvimento de Modelos:Desenvolver modelos de previs~ao de vaz~oes a
uentes
utilizando as redes LSTM e CNN, explorando a intera�c~ao entre as camadas e a
sinergia entre as capacidades de capturar dependências temporais de longo prazo e
extrair caracter��sticas espaciais e temporais relevantes.

ˆ Experimenta�c~ao e Avalia�c~ao: Realizar experimentos e avaliar o desempenho do
modelo proposto, comparando-o com o uso isolado das redes LSTM e CNN e elas ao
serem combinadas.

ˆ An�alise Temporal de Curto Prazo: Realizar uma an�alise temporal espec���ca, em
previs~oes de 1 a 7 dias �a frente. Essa an�alise detalhada contribuir�a para uma
compreens~ao mais re�nada da e�c�acia de cada modelo em intervalos de tempo mais
curtos.

ˆ Explora�c~ao de Arquiteturas H��bridas: Investigar o desempenho de modelos h��bridos,
como LSTM-CNN1D e LSTM-CNN2D, visando compreender a complementaridade
entre Redes Neurais Recorrentes e Convolucionais na previs~ao de vaz~ao. Essa an�alise
ajudar�a a identi�car como essas arquiteturas trabalham em conjunto para melhorar
a precis~ao das previs~oes.

ˆ Otimiza�c~ao de Dados:Aplicar t�ecnicas de pr�e-processamento e sele�c~ao de vari�aveis
para otimizar a entrada dos dados no modelo de previs~ao, considerando apenas as
vari�aveis mais relevantes para o problema em quest~ao.

ˆ Contribui�c~ao para o Conhecimento: Contribuir para o avan�co do conhecimento
na �area de previs~ao de vaz~oes em usinas hidrel�etricas, fornecendo sugest~oes e dire-
trizes para aprimorar as estrat�egias de gest~ao e planejamento da opera�c~ao desses
empreendimentos na regi~ao.

Com a realiza�c~ao desses objetivos, espera-se que este trabalho contribua para o
desenvolvimento de novos modelos para previs~ao de vaz~oes a
uentes em usinas hidrel�etricas,
fornecendo informa�c~oes valiosas para o planejamento da opera�c~ao desses empreendimentos
e contribuindo para a sustentabilidade do sistema energ�etico na regi~ao.

1.4 Estrutura do trabalho

Este trabalho �e organizado em cinco se�c~oes principais, cada uma contribuindo
para a compreens~ao abrangente da previs~ao de vaz~ao a
uentes da UHE-Tucuru��, localizado
na bacia do Tocantins-Araguaia.

ˆ Cap��tulo 1: Introdu�c~ao
�E apresentado uma introdu�c~ao abrangente, contextualizando o trabalho na �area de
previs~ao hidrol�ogica. S~ao fornecidas a justi�cativa para a pesquisa, a metodologia
adotada, os objetivos gerais e espec���cos, delineando o escopo e a contribui�c~ao
esperada deste estudo para o campo.

ˆ Cap��tulo 2: Revis~ao Bibliogr�a�ca
�E dedicado �a revis~ao bibliogr�a�ca, fornecendo uma compreens~ao aprofundada das
caracter��sticas distintivas da Bacia Hidrogr�a�ca Tocantins-Araguaia. Destaca-se
uma an�alise detalhada das principais Usinas Hidrel�etricas (UHEs) ao longo do Rio
Tocantins, explorando dados hist�oricos da vaz~ao a
uente di�aria. Essa se�c~ao visa
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estabelecer uma base s�olida para a compreens~ao da dinâmica hidrol�ogica dessas
usinas e seu impacto na previs~ao de vaz~oes a
uentes.

ˆ Cap��tulo 3: Conceitos Te�oricos
Apresenta conceitos te�oricos relacionados aos modelos de aprendizado de m�aquina
utilizados neste estudo para previs~ao de s�eries temporais hidrol�ogicas. Destacam-se
as motiva�c~oes por tr�as da escolha de diferentes arquiteturas, desde Redes Neurais
Recorrentes, especialmente os modelos LSTM, at�e modelos h��bridos inovadores que
combinam elementos de Redes Neurais Convolucionais e LSTMs. Cada modelo �e
discutido em detalhes, proporcionando uma compreens~ao abrangente das estrat�egias
de aprendizado de m�aquina empregadas na previs~ao de vaz~oes.

ˆ Cap��tulo 4: Resultados e Discuss~oes
Nele os c�odigos e resultados dos experimentos s~ao apresentados e discutidos de
forma detalhada. S~ao veri�cados o desempenho e a e�c�acia de cada modelo na
previs~ao de vaz~oes a
uentes, com uma an�alise espec���ca voltada para diferentes
horizontes temporais. Gr�a�cos e m�etricas s~ao utilizados para facilitar a interpreta�c~ao
e compara�c~ao dos resultados.

ˆ Cap��tulo 5: Conclus~oes e Sugest~oes
Re�une as conclus~oes derivadas dos resultados e das discuss~oes precedentes. Al�em disso,
s~ao apresentadas sugest~oes para trabalhos futuros, apontando dire�c~oes promissoras
para pesquisas subsequentes na �area de previs~ao de vaz~oes em usinas hidrel�etricas.
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2 BACIA HIDROGR �AFICA TOCANTINS-ARAGUAIA E USINAS HIDREL �ETRI-
CAS

Neste cap��tulo, ser~ao apresentados os conceitos fundamentais relacionados a
uma Bacia Hidrogr�a�ca, com ênfase nas caracter��sticas distintivas da Bacia Hidrogr�a�ca
Tocantins-Araguaia. O principal objetivo �e fornecer uma an�alise detalhada das principais
Usinas Hidrel�etricas localizadas ao longo do Rio Tocantins. Al�em disso, ser�a conduzida
uma an�alise dos dados hist�oricos da vaz~ao a
uente di�aria de cada uma dessas UHEs,
com especial destaque para os reservat�orios que desempenham um papel signi�cativo no
contexto deste trabalho.

Esta investiga�c~ao busca compreender a dinâmica hidrol�ogica dessas usinas e como
elas in
uenciam a previs~ao de vaz~oes a
uentes, contribuindo para uma compreens~ao mais
abrangente das complexas intera�c~oes entre os aspectos hidrol�ogicos e as opera�c~oes desses
empreendimentos. Essa contextualiza�c~ao �e essencial para embasar a an�alise das s�eries
temporais de vaz~ao e a implementa�c~ao dos modelos de previs~ao, proporcionando uma base
te�orica s�olida para o desenvolvimento computacional e a interpreta�c~ao dos resultados.

2.1 Caracter��sticas da Bacia Hidrogr�a�ca Tocantins-Araguaia

A Bacia Hidrogr�a�ca Tocantins-Araguaia �e uma das mais signi�cativas do Bra-
sil, destacando-se por sua vasta extens~ao, abrangendo aproximadamente 967.059 km².
Essa imensa �area territorial estende-se principalmente pelos estados de Tocantins, Par�a,
Maranh~ao, Goi�as e Mato Grosso, al�em do Distrito Federal (BRASIL, 2018).�E relevante
mencionar que a Bacia Tocantins-Araguaia �e a maior bacia hidrogr�a�ca inteiramente
situada em territ�orio brasileiro.

2.1.1 Rio Tocantins: Um Pilar da Bacia

O Rio Tocantins, o principal curso d'�agua que cruza a Bacia Hidrogr�a�ca Tocantins-
Araguaia, possui uma extens~ao de 2.416 km, con�gurando-se como o segundo maior
rio totalmente brasileiro. Sua nascente se encontra no estado de Goi�as, resultante da
con
uência dos rios das Almas e Maranh~ao. O Rio Tocantins percorre territ�orios dos
estados do Tocantins e Maranh~ao at�e atingir sua foz na Ba��a do Maraj�o, situada no norte
do Par�a. Al�em disso, seu a
uente mais signi�cativo �e o Rio Araguaia, com o qual se une na
regi~ao conhecida como Bico do Papagaio, no extremo norte do Tocantins (VIEIRA, 2018).

O Rio Tocantins possui um elevado potencial para gera�c~ao de energia hidrel�etrica,
fato que levou �a constru�c~ao de diversas usinas hidrel�etricas ao longo de seu curso, sendo a
Usina Hidrel�etrica de Tucuru�� a mais emblem�atica. Al�em de sua importância energ�etica, o
Rio Tocantins desempenha um papel vital no abastecimento de �agua para a popula�c~ao
local, bem como na atividade pesqueira, agricultura e economia regional, servindo tamb�em
como importante via de navega�c~ao (BRASIL, 2018).
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2.1.2 O Rio Araguaia: Um Complemento Fundamental

O Rio Araguaia, com uma extens~ao de 2.115 km, �e outro rio relevante na Bacia
Tocantins-Araguaia. Ele atravessa os estados de Mato Grosso, Goi�as, Tocantins e Par�a,
nascendo na Serra dos Caiap�os a uma altitude de 850 metros. Seu encontro com o Rio
Tocantins ocorre pr�oximo ao Bico do Papagaio. Vale ressaltar que o Rio Araguaia abriga a
maior ilha 
uvial do mundo, a Ilha do Bananal (ANA, 2020).

As �aguas do Rio Araguaia s~ao essenciais para o abastecimento das comunidades
ribeirinhas e de munic��pios circunvizinhos, al�em de serem um recurso vital para o desen-
volvimento do turismo, sobretudo nas ilhas de areia. Sua grande importância ecol�ogica
�e evidenciada pela diversidade de esp�ecies de peixes e pela rica biodiversidade de 
ora e
fauna que caracterizam as �areas banhadas por ele. Al�em disso, o Rio Araguaia atravessa
dois dos maiores biomas brasileiros, o Cerrado e a Amazônia (RIBEIRO et al., 2021).

A Bacia do Tocantins-Araguaia, devido ao seu expressivo potencial energ�etico,
ao abastecimento de �agua �a popula�c~ao e ao suporte aos ecossistemas, desempenha um
papel central tanto na economia regional quanto na manuten�c~ao da biodiversidade. Sua
preserva�c~ao e uso sustent�avel s~ao temas cruciais para o desenvolvimento da regi~ao (MMA,
2006).

2.2 Usinas Hidrel�etricas na Bacia do Rio Tocantins

As UHEs localizadas na Bacia do Rio Tocantins desempenham um papel essencial
na gera�c~ao de energia el�etrica no Brasil e têm um impacto signi�cativo no desenvolvimento
regional. Estes empreendimentos s~ao fundamentais para a matriz energ�etica brasileira,
fornecendo eletricidade para diversas regi~oes do pa��s.

Na Figura 1, observar-se a representa�c~ao da Bacia do Rio Tocantins e suas
principais UHEs, com destaque para as que ser~ao abordadas neste trabalho, as quais
desempenham um papel fundamental na infraestrutura de gera�c~ao de energia el�etrica
do Brasil. Essas usinas s~ao constru��das em rios, aproveitando o potencial energ�etico das
�aguas para a convers~ao em eletricidade, empregando tecnologia limpa e renov�avel (SMITH,
2017).

Dentre as Usinas situadas na Bacia do Rio Tocantins, destacam-se algumas das
maiores em termos de capacidade instalada, como Serra da Mesa, Cana Brava, S~ao Salvador,
Peixe Angical, Lajeado, Estreito e Tucuru��. Cada uma dessas usinas possui sua pr�opria
hist�oria de constru�c~ao e contribui de forma signi�cativa para a oferta de eletricidade no
pa��s (SILVA; SANTOS, 2020).

Historicamente, a constru�c~ao das hidrel�etricas na Bacia do Tocantins visou atender
�a crescente demanda por energia el�etrica no Brasil. Elas desempenham um papel estrat�egico
na estabiliza�c~ao do sistema el�etrico, contribuindo para o fornecimento de eletricidade nas
regi~oes Norte, Nordeste e outras partes do pa��s (PEREIRA et al., 2018).

O funcionamento dessas UHEs �e baseado na capta�c~ao da �agua do rio por meio
de barragens, formando reservat�orios e liberando controladamente a �agua para acionar
as turbinas, respons�aveis por gerar eletricidade. Esse processo �e crucial para garantir o
fornecimento cont��nuo de energia el�etrica para ind�ustrias, residências e servi�cos p�ublicos
(PAULA et al., 2019).
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Figura 1 { Localiza�c~ao das UHE da Bacia Hidrogr�a�ca Tocantins-Araguaia.

Fonte: Adaptado de (EARTH, 2020)

A capacidade de gera�c~ao de energia das UHEs na Bacia do Rio Tocantins varia
consideravelmente. A tabela 1 a seguir apresenta algumas dessas Usinas, juntamente com
suas respectivas potências instaladas:

Tabela 1 { Usinas Hidrel�etricas na Bacia do Rio Tocantins, Potências Instaladas e Ano de
Funda�c~ao

Usina Hidrel�etrica Estado Potência Instalada (MW) Ano de Funda�c~ao
Serra da Mesa Goi�as 1.275 1994
Cana Brava Goi�as 465 2002
S~ao Salvador Goi�as 243 2008
Peixe Angical Tocantins 452 2006

Lajeado Tocantins/Maranh~ao 902 2001
Estreito Tocantins/Maranh~ao 1.087 2012
Tucuru�� Par�a 8.365 1984

Fonte: Adaptado de (ANA, 2020).

A primeira usina a entrar em opera�c~ao na cascata do Tocantins foi Tucuru��, em
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1984. Em 1998, Serra da Mesa foi inaugurada. Em seguida, entraram em opera�c~ao Lajeado
(2001), Cana Brava (2002), Peixe Angical (2006), S~ao Salvador (2009) e, �nalmente,
Estreito (2011). Essas usinas, com diferentes capacidades de gera�c~ao, desempenham um
papel crucial no fornecimento de energia el�etrica para v�arias regi~oes do Brasil (ANA, 2020).

Figura 2 { Diagrama das usinas hidrel�etricas da Bacia Hidrogr�a�ca Tocantins-Araguaia.

Fonte: Adaptado de (ANA, 2020).

Na Figura 2, �e poss��vel observar as usinas hidrel�etricas da cascata do rio Tocantins.
Dentre essas usinas, somente Serra da Mesa, Peixe Angical e Tucuru�� possuem reservat�orios
com capacidade de regulariza�c~ao de vaz~oes. Destaca-se a Serra da Mesa, que �e o maior
reservat�orio do Brasil em termos de volume de �agua, com 54,4 bilh~oes de m³. Al�em disso,
Tucuru�� possui a segunda maior capacidade instalada totalmente nacional, com 8.365 MW
(ELETRICIDADE, 2015).

2.3 Vaz~oes A
uentes nas Usinas Hidrel�etricas na Bacia do Rio Tocantins

A an�alise das vaz~oes a
uentes �e de extrema importância para o funcionamento
adequado das UHEs localizadas na Bacia do Rio Tocantins. Neste trabalho, ser~ao apresen-
tados aspectos fundamentais sobre as vaz~oes a
uentes a essas usinas, considerando sua
relevância na gera�c~ao de energia el�etrica e na gest~ao dos recursos h��dricos na regi~ao.

A previs~ao e an�alise das vaz~oes a
uentes s~ao cruciais para o planejamento e a
opera�c~ao e�ciente das UHEs na Bacia do Rio Tocantins. Segundo (SILVA et al., 2019),
essas usinas dependem diretamente das vaz~oes dos rios para a gera�c~ao de energia el�etrica.
Uma an�alise adequada das vaz~oes permite antecipar varia�c~oes sazonais e eventuais eventos
clim�aticos extremos que podem afetar a disponibilidade de �agua para gera�c~ao.

Segundo (BALBINOT et al., 2008), a Bacia do Rio Tocantins �e caracterizada
por um regime de chuvas sazonal, com uma esta�c~ao seca e outra chuvosa. A variabilidade
clim�atica, incluindo fenômenos como El Ni~no e La Ni~na, tem um impacto direto nas vaz~oes
a
uentes das usinas hidrel�etricas na Bacia do Rio Tocantins. Durante eventos de El Ni~no,
observa-se uma tendência a condi�c~oes mais secas na regi~ao, resultando em vaz~oes a
uentes
mais baixas. Por outro lado, eventos de La Ni~na frequentemente levam a um aumento nas
chuvas e, consequentemente, a vaz~oes mais altas.
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O monitoramento cont��nuo das vaz~oes a
uentes �e realizado pela Agência Nacional
de �Aguas (ANA) e outras entidades. De acordo com (SILVA et al., 2019), a ANA coleta
dados hidrometeorol�ogicos, como n��veis de �agua e pluviometria, para alimentar modelos
de previs~ao de vaz~oes, permitindo um planejamento mais preciso.

As usinas instaladas ao longo do Rio Tocantins realizam medi�c~oes cont��nuas da
vaz~ao a
uente, estabelecendo pontos de coleta de dados. O acesso a esses dados tem sido
facilitado devido �a disponibilidade do reposit�orio do ONS (Operador Nacional do Sistema
El�etrico), acess��vel por meio da ANA.

Conforme ilustrado na Figura 2, h�a um total de sete UHEs conectadas em cascata,
com seis delas localizadas a montante de Tucuru��. Dessas, apenas Estreito e Lajeado foram
consideradas para contribuir com seus dados no treinamento dos modelos, juntamente com
os dados de Tucuru��.

Dessa forma, inicialmente, nas Figuras 3, 4, 5 e 6, apresentaremos o comportamento
das vaz~oes a
uentes di�arias de cada um dos reservat�orios das UHEs que n~ao foram
considerados em nosso estudo. Isso abranger�a o per��odo selecionado para o treinamento
dos modelos neste trabalho, que compreende de 01/01/1999 a 01/06/2023, resultando em
um total de 8.918 amostras de cada reservat�orio. Tamb�em ser�a explicado o por que esses
reservat�orios n~ao foram inclu��dos em nossa an�alise.

A sele�c~ao das UHEs que se mostraram mais relevantes para este estudo foi
realizada mediante uma avalia�c~ao criteriosa de cada reservat�orio. Nesse processo, levamos
em considera�c~ao diversos parâmetros, incluindo a magnitude das vaz~oes, a integridade dos
dados (considerando a presen�ca consistente de amostras ao longo de todo o per��odo de
treinamento), bem como a minimiza�c~ao de ru��dos nos registros. Essas UHEs selecionadas
ser~ao abordadas com mais detalhes nas pr�oximas se�c~oes deste trabalho.

Figura 3 { Vaz~ao a
uente na UHE de Serra da Mesa.

Fonte: Autoria pr�opria.
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Figura 4 { Vaz~ao a
uente na UHE de Cana Brava.

Fonte: Autoria pr�opria.

Figura 5 { Vaz~ao a
uente na UHE de S~ao Salvador.

Fonte: Autoria pr�opria.
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Figura 6 { Vaz~ao a
uente na UHE de Peixe Angical.

Fonte: Autoria pr�opria.

Para selecionar as Usinas Hidrel�etricas a serem consideradas neste estudo, imple-
mentamos um crit�erio inicial com base na dimens~ao da vaz~ao a
uente, utilizando a Tabela
2, que apresenta as vaz~oes m�edias calculadas a partir dos conjuntos de dados de cada
reservat�orio obtidos por meio da plataforma do Operador Nacional do Sistema El�etrico
durante o per��odo de interesse desta pesquisa. Posteriormente, na Figura 7 e Tabela 2,
mostra a porcentagem de contribui�c~ao de cada UHE em rela�c~ao �a vaz~ao total no per��odo
avaliado.

Para serem relevantes para nosso trabalho, usinas com uma contribui�c~ao superior
a 10% da vaz~ao total foram selecionadas, uma vez que desempenham um papel crucial na
gera�c~ao de eletricidade. Outras usinas com contribui�c~oes inferiores a esse valor n~ao foram
inclu��das devido �a disponibilidade limitada de dados e �a necessidade de se concentrar nas
mais relevantes para esta an�alise

Tabela 2 { Dados da vaz~ao m�edia e porcentagem de contribui�c~ao das UHE's durante o
per��odo

Usina Vaz~ao M�edia (m³/s) Porcentagem de Contribui�c~ao (%)
TUCURU�I 10009.879682 55.480164
ESTREITO 3332.744562 18.471872
LAJEADO 1805.081857 10.004739
PEIXE ANGICAL 1189.838529 6.594728
S~AO SALVADOR 497.008410 2.754689
CANA BRAVA 638.374636 3.538217
SERRA DA MESA 569.339874 3.155589

Fonte: Autoria pr�opria.

De acordo com esse crit�erio, as UHEs que n~ao atenderam a essa condi�c~ao foram
as seguintes: Serra da Mesa, com uma vaz~ao m�edia de 569,33 m³/s e contribui�c~ao de
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Figura 7 { Contribui�c~ao das Usinas na Vaz~ao Total.

Fonte: Autoria pr�opria.

3,16%; Cana Brava, com 638,37 m³/s e 3,54% de contribui�c~ao; S~ao Salvador, com 497
m³/s e 2,75% de contribui�c~ao; e Peixe Angical, com 1189,83 m³/s e 6,59% de contribui�c~ao.
Todas essas vaz~oes m�edias foram calculadas com base nas amostras dispon��veis durante o
intervalo determinado para este trabalho. Por outro lado, as UHEs que atenderam a esse
crit�erio de relevância foram: Lajeado, com 1805,08 m³/s; Estreito, com 3332,74 m³/s; e
Tucuru��, com 10009,87 m³/s. Cada uma dessas UHEs contribuiu com pelo menos 10% da
vaz~ao total, conforme mostrado no gr�a�co da Figura 7.

Para compreender o comportamento de cada um desses reservat�orios, apresentamos
seus dados em um gr�a�co 3D, conforme ilustrado na Figura 11. Al�em disso, tamb�em
consideramos outros crit�erios, como a disponibilidade completa de dados e a minimiza�c~ao de
ru��dos nos registros das vaz~oes. No entanto, observamos falhas signi�cativas nesses aspectos
em UHEs como Cana Brava, S~ao Salvador e Peixe Angical, conforme demonstrado nas
Figuras 4, 5 e 6. Essas falhas poderiam potencialmente afetar a qualidade e a con�abilidade
dos resultados deste estudo.

Outro fator relevante a ser considerado �e a localiza�c~ao geogr�a�ca das UHEs.
Algumas delas est~ao mais distantes de Tucuru�� em compara�c~ao com Estreito e Lajeado, o
que pode in
uenciar na dinâmica das vaz~oes entre esses reservat�orios. Essas varia�c~oes na
localiza�c~ao geogr�a�ca tamb�em foram levadas em conta na sele�c~ao para este estudo.

�E importante destacar que as pr�oprias UHEs podem in
uenciar nas vaz~oes a
uentes.
Conforme a (ANEEL, 2021), a opera�c~ao dessas usinas, com a abertura e fechamento das
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comportas dos reservat�orios, pode afetar as vaz~oes rio abaixo. Essa dinâmica �e considerada
na gest~ao dos recursos h��dricos, visando a minimizar impactos ambientais e sociais.

2.4 Usina Hidrel�etrica de Lajeado

A Usina Hidrel�etrica de Lajeado, situada na Bacia do Rio Tocantins, desempenha
um papel de destaque na gera�c~ao de energia el�etrica no Brasil. Neste aspecto, exploraremos
sua hist�oria, funcionamento e importância na matriz energ�etica nacional.

A hist�oria da Hidrel�etrica de Lajeado remonta ao �nal dos anos 1980, quando
foi concebida como parte do ambicioso projeto de aproveitamento hidrel�etrico do Rio
Tocantins. A constru�c~ao desta usina ocorreu durante a d�ecada de 1990, e ela �nalmente
iniciou suas opera�c~oes comerciais em 2001. Esse empreendimento foi planejado com o
objetivo de explorar o vasto potencial energ�etico da regi~ao e contribuir substancialmente
para o fornecimento de eletricidade em todo o territ�orio brasileiro (ANEEL, 2021).

Lajeado possui uma capacidade instalada de aproximadamente 902 megawatts
(MW), o que a classi�ca como uma usina de m�edio porte em compara�c~ao com outras
instala�c~oes na vasta Bacia do Rio Tocantins. Seu funcionamento �e baseado em um reser-
vat�orio que regula o 
uxo do rio. A �agua do rio �e direcionada por condutos for�cados at�e
as turbinas, onde a energia hidr�aulica �e e�cientemente transformada em eletricidade. O
complexo compreende uma barragem, uma casa de for�ca, um vertedouro e sistemas de
transmiss~ao de energia, consolidando sua capacidade de gera�c~ao (ELETRICIDADE, 2015).

A Usina Hidrel�etrica de Lajeado assume um papel de destaque no cen�ario nacional
de gera�c~ao de energia el�etrica. Sua produ�c~ao de eletricidade contribui signi�cativamente
para o suprimento energ�etico em v�arias regi~oes do Brasil. Al�em disso, essa usina aproveita
a energia hidrel�etrica, uma fonte limpa e renov�avel, minimizando assim os impactos
ambientais em compara�c~ao com outras modalidades de gera�c~ao de eletricidade (ANEEL,
2021).

Figura 8 { Comportamento da Vaz~ao A
uente na UHE Lajeado.

Fonte: Autoria pr�opria.
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Neste contexto, na Figura 8, apresenta-se o comportamento das vaz~oes a
uentes
di�arias registradas no reservat�orio da UHE Lajeado durante o per��odo de treinamento
dos modelos deste estudo, que compreende o intervalo de 01/01/1999 a 01/06/2023. Isso
resultou em um total de 8.918 amostras do comportamento das vaz~oes desse reservat�orio.
Al�em disso, a vaz~ao m�edia de Lajeado foi calculada com base nas amostras dispon��veis
ao longo do per��odo estabelecido para este trabalho, totalizando uma m�edia de 1805,08
metros c�ubicos por segundo (m³/s), representando 10% de contribui�c~ao total no per��odo.

2.5 Usina Hidrel�etrica de Estreito

A Usina Hidrel�etrica de Estreito, localizada na Bacia do Rio Tocantins, representa
uma das instala�c~oes de gera�c~ao de energia el�etrica mais signi�cativas do Brasil. Nesta se�c~ao,
exploraremos sua hist�oria, funcionamento e o impacto de sua produ�c~ao no fornecimento
de eletricidade para a regi~ao.

A constru�c~ao da Hidrel�etrica de Estreito teve in��cio no in��cio dos anos 2000, e
sua opera�c~ao comercial foi efetivada em 2012. Este empreendimento �e o resultado de uma
colabora�c~ao entre empresas nacionais e internacionais e representa um grande avan�co no
aproveitamento do potencial hidrel�etrico da Bacia do Rio Tocantins (EPE, 2021).

Estreito possui uma capacidade instalada de aproximadamente 1.087 megawatts
(MW), conferindo-lhe um papel de destaque na gera�c~ao de energia el�etrica na regi~ao. Seu
funcionamento �e baseado em um vasto reservat�orio que controla o 
uxo do Rio Tocantins.
A �agua do rio �e direcionada para turbinas que convertem e�cazmente a energia hidr�aulica
em eletricidade. O complexo inclui estruturas fundamentais, tais como uma barragem,
casa de for�ca, vertedouro e sistemas de transmiss~ao de energia (ELETRICIDADE, 2015).

A Usina de Estreito desempenha um papel crucial no fornecimento de energia
el�etrica para a regi~ao em que est�a situada, bene�ciando estados como Maranh~ao, Tocan-
tins e Par�a. Al�em de suprir as necessidades energ�eticas desses estados, a usina tamb�em
desempenha um papel signi�cativo no desenvolvimento econômico e industrial da �area,
gerando empregos e promovendo o crescimento da infraestrutura local. Sua capacidade de
gera�c~ao de eletricidade �e essencial para atender �a crescente demanda energ�etica da regi~ao.
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Figura 9 { Comportamento da Vaz~ao A
uente na UHE Estreito.

Fonte: Autoria pr�opria.

Nesse aspecto, na Figura 9, apresentamos o comportamento das vaz~oes a
uentes
di�arias registradas no reservat�orio da UHE de Estreito durante o per��odo de treinamento
dos modelos neste estudo. Isso resultou em um total de 8.918 amostras que representam o
comportamento das vaz~oes desse reservat�orio. Adicionalmente, calculamos a vaz~ao m�edia
dessa Usina com base nas amostras dispon��veis ao longo do per��odo estipulado para este
trabalho, totalizando uma m�edia de 3332.74 metros c�ubicos por segundo (m³/s). Essa
contribui�c~ao representa 18,5% do total de vaz~ao da usina em rela�c~ao �a vaz~ao total da
Bacia.

2.6 Usina Hidrel�etrica de Tucuru��

A Usina Hidrel�etrica de Tucuru��, al�em de ser a pe�ca central do nosso estudo, �e uma
das maiores e mais importantes usinas hidrel�etricas do Brasil. Sua hist�oria e contribui�c~ao
para o abastecimento de energia el�etrica no pa��s s~ao de relevância inquestion�avel.

A constru�c~ao da Hidrel�etrica de Tucuru�� teve in��cio na d�ecada de 1970 e foi
conclu��da na d�ecada seguinte, marcando um marco hist�orico no desenvolvimento da regi~ao
amazônica e na matriz energ�etica brasileira. O projeto foi concebido para aproveitar o
vasto potencial hidrel�etrico da regi~ao, contribuindo assim para a diversi�ca�c~ao das fontes
de energia (ELETRICIDADE, 2015).

Tucuru�� ostenta uma capacidade instalada signi�cativa, com um total de aproxi-
madamente 8.365 megawatts (MW). Sua opera�c~ao baseia-se na forma�c~ao de um grande
reservat�orio, que regula o 
uxo do Rio Tocantins, permitindo o controle das vaz~oes a
u-
entes. A �agua do rio �e captada e direcionada para turbinas, onde a energia mecânica �e
transformada em eletricidade. O complexo inclui subesta�c~oes e linhas de transmiss~ao que
possibilitam a distribui�c~ao da energia gerada para diversas regi~oes do pa��s (JUR�IDICO,
2020).

Al�em de sua importância na gera�c~ao de energia el�etrica, a Usina de Tucuru��
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desempenha um papel fundamental no gerenciamento dos recursos h��dricos da Bacia do
Tocantins. Isso inclui a regula�c~ao das vaz~oes e o controle de enchentes na regi~ao (SILVA;
SANTOS, 2020).

A Usina Hidrel�etrica de Tucuru�� �e uma das principais fornecedoras de energia
el�etrica para o Norte do Brasil, desempenhando um papel substancial no desenvolvimento
econômico e industrial da regi~ao. Al�em disso, sua capacidade de gera�c~ao desempenha um
papel estrat�egico na seguran�ca energ�etica do pa��s, garantindo o fornecimento de eletricidade
mesmo em per��odos de alta demanda (SILVA; SANTOS, 2020).

Figura 10 { Comportamento da Vaz~ao A
uente na UHE Tucuru��.

Fonte: Autoria pr�opria.

Nesse sentido, na Figura 10, apresentamos o comportamento das vaz~oes a
uentes
di�arias registradas no reservat�orio da UHE Tucuru�� durante o per��odo de treinamento
dos modelos deste estudo. Isso resultou em um conjunto de amostras que representam o
comportamento das vaz~oes desse reservat�orio. Al�em disso, calculamos a vaz~ao m�edia dessa
Usina com base nas amostras dispon��veis ao longo do per��odo estipulado para este trabalho,
totalizando uma m�edia de 10.009,87 metros c�ubicos por segundo (m³/s), representando
55,5% da contribui�c~ao total em rela�c~ao �a Bacia.
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Figura 11 { Vaz~ao a
uente das UHE's em 3D.

Fonte: Autoria pr�opria.

Conforme demonstrado em um gr�a�co 3D na Figura 11, a vaz~ao de Tucuru��
representa mais da metade da soma das demais vaz~oes das UHEs da Bacia do Rio
Tocantins. Isso se deve em grande parte �a contribui�c~ao do Rio Araguaia, que desagua no
Rio Tocantins na regi~ao do Bico de Papagaio, situado a jusante de Estreito e a montante
de Tucuru��. Isso cria uma interconex~ao hidrol�ogica fundamental entre esses rios e suas
respectivas bacias. A contribui�c~ao do Rio Araguaia �e valiosa para a opera�c~ao da Usina de
Tucuru�� por v�arias raz~oes:

ˆ Aumento da Vaz~ao A
uente: O Rio Araguaia, com suas pr�oprias vaz~oes, contribui
para aumentar a vaz~ao a
uente que chega �a Usina de Tucuru��. Isso �e especialmente
importante em �epocas de seca, quando o volume de �agua no Rio Tocantins pode
diminuir signi�cativamente. A vaz~ao do Araguaia ajuda a manter n��veis adequados
de �agua no reservat�orio de Tucuru��, garantindo a continuidade da gera�c~ao de energia.

ˆ Regula�c~ao de Vaz~oes:A presen�ca do Rio Araguaia permite uma maior 
exibilidade na
regula�c~ao das vaz~oes em Tucuru��. Isso signi�ca que a usina pode ajustar a quantidade
de �agua que passa pelas turbinas de acordo com as demandas de gera�c~ao de energia
e as necessidades de controle de vaz~oes do Rio Tocantins. Essa 
exibilidade �e crucial
para otimizar a opera�c~ao da usina.

ˆ Redu�c~ao de Impactos Ambientais:A disponibilidade da vaz~ao do Araguaia tamb�em
pode ajudar a reduzir os impactos ambientais da opera�c~ao de Tucuru��. Ao manter
vaz~oes m��nimas no Rio Tocantins, a usina pode preservar os ecossistemas aqu�aticos
e terrestres a jusante, al�em de minimizar o risco de eventos como secas prolongadas
ou inunda�c~oes.
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ˆ Melhoria na Precis~ao das Previs~oes:Para o estudo em quest~ao, a considera�c~ao da
vaz~ao do Rio Araguaia como parte do sistema hidrol�ogico �e essencial. A intera�c~ao
entre as vaz~oes do Tocantins e do Araguaia pode afetar signi�cativamente as condi�c~oes
de 
uxo em Tucuru��. Isso torna as previs~oes mais precisas, uma vez que incorporam
uma gama mais ampla de vari�aveis hidrol�ogicas.

Portanto, a in
uência do Rio Araguaia na Usina de Tucuru�� n~ao se limita �a gera�c~ao
de energia; ela desempenha um papel fundamental na gest~ao dos recursos h��dricos da
regi~ao. Essa interdependência �e de importância cr��tica para a compreens~ao e previs~ao do
comportamento das vaz~oes em Tucuru��, destacando-a como uma componente essencial
deste estudo. Vale ressaltar que, embora n~ao tenhamos obtido dados su�cientes do Araguaia
para esta pesquisa, essa lacuna abre perspectivas para estudos futuros.

2.7 Revis~ao da literatura

Neste cap��tulo, analisamos a Bacia Hidrogr�a�ca Tocantins-Araguaia e suas usinas
hidrel�etricas, destacando a importância crucial da previs~ao de vaz~oes para a opera�c~ao
e�ciente desses empreendimentos.

A Bacia desempenha um papel de destaque no contexto hidrogr�a�co, abrangendo
uma vasta �area que se estende por diversos estados, como o Par�a, Tocantins, Goi�as e
Maranh~ao. Seu not�avel potencial energ�etico tem sido objeto de estudo (VIEIRA, 2018).

A hidrologia da bacia �e marcada por vaz~oes sazonais diretamente relacionadas a
fatores clim�aticos, como chuvas e secas. Essa sazonalidade desempenha um papel crucial no
planejamento e opera�c~ao das usinas hidrel�etricas na regi~ao (BRITO et al., 2018). Estudos
conduzidos por (MEDEIROS et al., 2019) demonstram como a variabilidade clim�atica
exerce uma in
uência direta sobre as vaz~oes a
uentes, tornando a previs~ao dessas vaz~oes
um desa�o signi�cativo.

As usinas hidrel�etricas na Bacia desempenham um papel vital na matriz energ�etica
do Brasil. Tome-se como exemplo a Usina Hidrel�etrica de Tucuru��, uma das maiores do
pa��s, com uma potência instalada de 8.365 MW (ANEEL, 2021). Essas usinas contribuem
de maneira substancial para a gera�c~ao de energia el�etrica, desempenhando um papel crucial
no abastecimento de eletricidade em v�arias regi~oes do pa��s (FERREIRA et al., 2018).

Para operar e�cientemente essas usinas, �e essencial obter previs~oes precisas das
vaz~oes a
uentes. Estudos recentes, como o de (SILVA et al., 2019), têm investigado
m�etodos de previs~ao, incluindo modelos baseados em s�eries temporais de vaz~ao e dados
meteorol�ogicos. A precis~ao dessas previs~oes �e fundamental para o planejamento da opera�c~ao
das usinas, otimizando a gest~ao dos recursos h��dricos e a gera�c~ao de energia (LIMA et al.,
2020).

Al�em disso, destacamos a importância da incorpora�c~ao de t�ecnicas de aprendizado
de m�aquina, especialmente redes neurais arti�ciais, como uma abordagem promissora para
a previs~ao de vaz~oes na Bacia Tocantins-Araguaia, devido �a sua capacidade de lidar com a
complexidade das s�eries temporais 
uviais.

Portanto, este cap��tulo estabelece uma base s�olida para a compreens~ao dos desa�os
e oportunidades na gest~ao de vaz~oes na regi~ao, os quais ser~ao explorados em detalhes nos
pr�oximos cap��tulos deste estudo.
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3 MODELOS DE APRENDIZADO DE M �AQUINA PARA PREVIS ~AO DE S�ERIES
TEMPORAIS

Este cap��tulo detalha a metodologia adotada para a aplica�c~ao de t�ecnicas de
Aprendizado de M�aquina (AM) na previs~ao de s�eries temporais. A pesquisa envolve
uma an�alise comparativa de cinco arquiteturas de modelos, cada uma desenvolvida para
prever vari�aveis espec���cas ao longo do tempo. A sele�c~ao desses modelos �e diversi�cada,
abrangendo desde as conhecidas Redes Neurais Recorrentes, notadamente os modelos
LSTM, at�e arquiteturas h��bridas que incorporam elementos tanto de Redes Neurais
Convolucionais quanto de LSTMs combinadas.

Para fundamentar essa escolha, �e essencial discutir as motiva�c~oes por tr�as da
preferência por redes recorrentes na modelagem dinâmica n~ao linear. Cada arquitetura ser�a
apresentada, discutida e de�nida, destacando os elementos fundamentais que as tornam
adequadas para a modelagem de s�eries temporais. Al�em disso, �e crucial destacar que cada
modelo considera o conceito de auto-regress~ao. Isso implica que cada instância �e treinada
para aprender e utilizar informa�c~oes passadas da s�erie temporal como insumos para suas
previs~oes futuras.

Ao longo deste cap��tulo, ser�a poss��vel compreender n~ao apenas os detalhes t�ecnicos
de cada modelo, mas tamb�em a l�ogica subjacente �a escolha dessas arquiteturas espec���cas.
Isso proporcionar�a uma vis~ao aprofundada das estrat�egias de Aprendizado de M�aquina
aplicadas �a previs~ao de s�eries temporais no contexto deste estudo.

3.1 Redes Neurais Arti�ciais - RNAs

As Redes Neurais Arti�ciais desempenham um papel fundamental no campo do
Aprendizado de M�aquina, sendo intrinsecamente inspiradas no funcionamento complexo
do sistema nervoso humano. Conforme de�nido por (RUMELHART; MCCLELLAND;
PDP, 1986), elas s~ao \sistemas compostos por unidades simples de processamento, que
adquirem conhecimento atrav�es da experiência e têm a capacidade de generaliza�c~ao."

Os neurônios arti�ciais, componentes essenciais dessas redes, s~ao organizados em
camadas, formando uma estrutura que aprende com dados e executa tarefas complexas.
A estrutura fundamental envolve unidades de processamento conectadas por canais de
comunica�c~ao, cada um associado a pesos espec���cos. A inteligência emerge das intera�c~oes
entre essas unidades.

Essencialmente, elas s~ao modelos n~ao-lineares que fornecem sa��das tipicamente
cont��nuas. A opera�c~ao de uma unidade de processamento, conforme proposto inicialmente
por (MCCULLOCH; PITTS, 1943), segue uma sequência l�ogica. A Figura 12 ilustra o
funcionamento de um neurônio arti�cial.

As Redes Neurais Arti�ciais representam estruturas computacionais inspiradas
no funcionamento do c�erebro humano, projetadas para realizar tarefas de aprendizado e
reconhecimento de padr~oes. No contexto de uma RNA, o processo de funcionamento pode
ser desdobrado da seguinte forma:

ˆ Sinais de entradaf X1, X2, ..., Xn g: Representam os est��mulos externos, geral-
mente normalizados para otimizar a e�ciência computacional dos algoritmos de
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Figura 12 { Neurônio Arti�cial.

Fonte: (SILVA; SPOTTI; FLAUZINO, 2016).

aprendizagem.
ˆ Pesos sin�apticos f W1, W2, ..., Wn g: S~ao valores atribu��dos para ponderar a

contribui�c~ao de cada sinal de entrada na rede. Esses pesos s~ao ajustados durante o
processo de treinamento.

ˆ Combinador linear f � g: Agrega os sinais de entrada ponderados pelos respectivos
pesos sin�apticos, gerando um potencial de ativa�c~ao.

ˆ Limiar de ativa�c~ao f � g: Estabelece o patamar necess�ario para que o resultado do
combinador linear alcance um valor que desencadeie a ativa�c~ao do neurônio.

ˆ Potencial de ativa�c~ao f u g: �E o resultado da diferen�ca entre o valor produzido pelo
combinador linear e o limiar de ativa�c~ao. Se o valor for positivo (u � 0), o neurônio
gera um potencial excitat�orio; caso contr�ario, o potencial ser�a inibit�orio.

ˆ Fun�c~ao de ativa�c~ao f g g: Tem como fun�c~ao restringir a sa��da do neurônio a um
determinado intervalo de valores. Diferentes fun�c~oes de ativa�c~ao, como a sigmoide
ou a tangente hiperb�olica, podem ser empregadas.

ˆ Sinal de sa��da f y g: Representa o valor �nal de sa��da do neurônio, podendo ser
utilizado como entrada para outros neurônios interconectados sequencialmente.

A maioria dos modelos de redes neurais incorpora alguma regra de treinamento, que
ajusta os pesos das conex~oes com base nos padr~oes apresentados. Em resumo, elas aprendem
por meio de exemplos, adaptando-se para melhor se ajustar aos dados e realizar tarefas
espec���cas. Esse processo de aprendizado �e essencial para a capacidade em generalizar e
lidar com dados n~ao vistos durante o treinamento.

As arquiteturas neurais geralmente s~ao organizadas em camadas: a camada de
entrada, que apresenta padr~oes �a rede; as camadas intermedi�arias ou escondidas, que
realizam a maior parte do processamento; e a camada de sa��da, que apresenta o resultado
�nal. A Figura 13 ilustra esse arranjo, onde a camada de entrada recebe os padr~oes,
as camadas intermedi�arias realizam o processamento e a camada de sa��da apresenta o
resultado. A topologia da rede, as caracter��sticas dos n�os e as regras de treinamento s~ao
determinantes na especi�ca�c~ao de uma RNA.
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Figura 13 { Organiza�c~ao em camadas de uma Rede Neural.

Fonte: (ICMC.USP, 2021).

A aprendizagem profunda �e um algoritmo computacional crucial para a an�alise de
dados, amplamente utilizado em diversos campos devido �as suas capacidades superiores
de previs~ao e classi�ca�c~ao (LECUN; BENGIO; HINTON, 2015). As principais t�ecnicas
de aprendizagem profunda frequentemente utilizadas s~ao redes neurais recorrentes para
dados de sequência e redes neurais convolucionais para imagens (ALZUBAIDI et al.,
2021). Essas t�ecnicas avan�cadas têm sido adotadas em �areas ambientais, como gest~ao de
desastres, sistemas de gest~ao de recursos h��dricos e problemas de polui�c~ao atmosf�erica
(SUN; SCANLON, 2019).

3.1.1 Redes Neurais Arti�ciais em Hidrologia

Na �area da hidrologia, a aplica�c~ao de modelos hidrol�ogicos baseados em f��sica e
Redes Neurais Arti�ciais ou RNAs tem sido extensivamente explorada no processamento
de dados hidrol�ogicos. Modelos f��sicos demandam uma grande quantidade de dados para
construir um modelo hidrogeol�ogico e dependem de previs~oes precisas de precipita�c~ao
futura, apresentando desa�os em �areas com poucos dados e menor sensibilidade a anomalias
clim�aticas (HA; LIU; MU, 2021).

Por outro lado, as RNAs, notadamente modelos de mem�oria de longo e curto prazo
(LSTM), têm se destacado na previs~ao de s�eries temporais. Essas estruturas, amplamente
aplicadas em campos como processamento de linguagem natural e reconhecimento de
imagem (WU et al., 2017) (CHO et al., 2014), superam algumas limita�c~oes dos modelos
hidrol�ogicos tradicionais. Elas oferecem vantagens, como a exigência de dados, a capacidade
de previs~ao em diversas escalas de tempo e maior e�c�acia na captura de padr~oes complexos,
incluindo eventos discrepantes (TAORMINA; CHAU, 2015).
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Al�em disso, as RNAs podem ser integradas a m�etodos estat��sticos, como a m�edia
m�ovel (MA) e a an�alise de espectro singular (SSA), para aprimorar a previs~ao de dados
hidrol�ogicos. O pr�e-processamento, incluindo t�ecnicas como MA, SSA e decomposi�c~ao em
modo emp��rico, contribui para o aprendizado de padr~oes pelos modelos RNA, aumentando
sua capacidade de generaliza�c~ao (WU; CHAU, 2013) (LIU et al., 2020).

No entanto, �e importante destacar que treinar modelos de aprendizagem de
m�aquina diretamente com dados originais pode resultar em imprecis~oes nos resultados.
Estrat�egias que exploram a combina�c~ao inteligente de pr�e-processamento e algoritmos de
aprendizagem profunda s~ao promissoras para melhorar a precis~ao na previs~ao do 
uxo de
rios, eventos clim�aticos e vaz~oes a
uentes, como no El Ni~no e na UHE-Tucuru�� (WANG;
MU; LIU, 2021) (SANTOS, 2022).

Recentemente, o foco da pesquisa em RNAs concentrou-se na otimiza�c~ao da
estrutura dos modelos para explorar conex~oes impl��citas nos dados e descobrir padr~oes
com horizontes de tempo mais longos. M�etodos inovadores, como LSTM, CNNs, CNN-
LSTM, Unidade Recorrente Controlada (GRU), estruturas bidimensionais e codi�cador-
decodi�cador, surgiram para aprimorar o processamento de s�eries temporais. Essas abor-
dagens representam avan�cos signi�cativos na capacidade de prever eventos hidrol�ogicos
complexos e destacam a evolu�c~ao cont��nua das RNAs no contexto da hidrologia.

Nos pr�oximos segmentos, aprofundaremos a explora�c~ao de duas variantes espec���-
cas de RNAs que s~ao fundamentais para nossa an�alise: Redes Neurais Recorrentes e Redes
Neurais Convolucionais.

3.2 Redes Neurais Recorrentes e sua Aplica�c~ao em Hidrologia

As Redes Neurais Recorrentes representam uma classe especial de RNAs proje-
tadas para processar dados sequenciais, tornando-as particularmente adequadas para a
modelagem de s�eries temporais. Ao contr�ario das RNAs de alimenta�c~ao direta, essas redes
possuem conex~oes retroativas em sua estrutura, permitindo que informa�c~oes anteriores
sejam incorporadas ao processamento atual (KWON; CHA; PARK, 2023).

Essa capacidade de manter uma \mem�oria" das entradas passadas �e crucial na
previs~ao de s�eries temporais, uma vez que os padr~oes temporais frequentemente dependem
de eventos anteriores. As RNNs alcan�cam isso por meio de loops em sua arquitetura, que
permitem que informa�c~oes sejam transmitidas de um passo de tempo para o pr�oximo.

No entanto, as RNNs tradicionais podem sofrer do problema de desvanecimento
do gradiente. Isso ocorre quando os gradientes usados para treinar a rede diminuem
exponencialmente �a medida que informa�c~oes mais antigas s~ao propagadas para tr�as no
tempo. Esse problema limita a capacidade de aprender dependências de longo prazo em
dados sequenciais. (GHIMIRE; YASEEN; FAROOQUE, 2021).

O progresso das RNNs na modelagem de s�eries temporais tem sido not�avel. No
entanto, para enfrentar o desa�o da mem�oria de curto prazo, arquiteturas mais avan�ca-
das, como as LSTM, foram desenvolvidas. Essas arquiteturas, que ser~ao detalhadas na
se�c~ao seguinte, buscam superar as limita�c~oes das RNNs tradicionais, possibilitando uma
aprendizagem mais e�ciente e a captura de rela�c~oes temporais complexas. Consequente-
mente, vari�aveis hidrol�ogicas, como precipita�c~ao, vaz~ao, demanda h��drica e n��vel de �agua,
frequentemente s~ao previstas utilizando modelos RNN (HAUSWIRTH et al., 2021).
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3.2.1 Mem�orias de Longo e Curto Prazo - LSTM

As LSTMs representam uma extens~ao crucial das Redes Neurais Recorrentes,
projetadas para resolver o problema da \mem�oria de curto prazo". Propostas por Hochreiter
e Schmidhuber em 1997 (HOCHREITER; SCHMIDHUBER, 1997), essas arquiteturas
introduzem unidades especiais chamadas \c�elulas de mem�oria" que têm a capacidade de
reter informa�c~oes por longos per��odos, possibilitando a aprendizagem e�caz de padr~oes
temporais complexos (GREFF et al., 2017).

Para superar as limita�c~oes das RNNs tradicionais, as Redes Neurais Recorrentes
de Mem�oria de Longo Prazo foram desenvolvidas. Sendo elas um tipo especializado de
RNN que foi projetado para aprender e lembrar informa�c~oes de longo prazo, tornando-as
especialmente e�cazes na modelagem de s�eries temporais.

As LSTMs s~ao um componente essencial das RNNs, projetadas para superar as
limita�c~oes de mem�oria de curto prazo encontradas em RNNs convencionais. A estrutura
de uma unidade LSTM, apresentada na Figura 14, �e composta por uma c�elula, uma porta
de entrada, uma porta de esquecimento e uma porta de sa��da.

Figura 14 { Estrutura de uma LSTM.

Fonte: Adaptado de (ANALYTICSVIDHYA, 2022)

A c�elula funciona como uma unidade de armazenamento de informa�c~oes, enquanto
as portas regulam o 
uxo de dados. Três portas principais desempenham pap�eis cruciais
no controle do 
uxo de informa�c~oes dentro da c�elula:

1. Porta de Entrada:
ˆ Fun�c~ao: Esta porta controla quanto da nova informa�c~ao deve ser adicionado �a

c�elula de mem�oria.
ˆ Opera�c~ao: Utiliza a fun�c~ao sigmoide para decidir entre permitir a passagem dos

valores 0 ou 1. A fun�c~ao tanh pondera os dados de entrada, atribuindo-lhes
importância em uma escala de -1 a 1.
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ˆ Equa�c~oes:

i t = � (Wii � X t + bii + Whi � ht � 1 + bhi ) (3.1)
~Ct = tanh( Wic � X t + bic + Whc � ht � 1 + bhc) (3.2)

2. Porta de Esquecimento:
ˆ Fun�c~ao: Esta porta controla o quanto da informa�c~ao anterior da c�elula de mem�oria

deve ser esquecido e quanto da nova informa�c~ao deve ser armazenado.
ˆ Opera�c~ao: Utiliza uma fun�c~ao sigmoide para analisar o estado anterior da c�elula

(ht � 1) e a entrada de conte�udo (X t ), gerando um valor entre 0 (omitir) e 1 (manter).
ˆ Equa�c~ao:

f t = � (Wif � X t + bif + Whf � ht � 1 + bhf ) (3.3)

3. Porta de Sa��da:
ˆ Fun�c~ao: Esta porta controla quanto da informa�c~ao da c�elula de mem�oria deve ser

exposta como sa��da da LSTM.
ˆ Opera�c~ao: A fun�c~ao sigmoide decide entre permitir a passagem dos valores 0 ou 1,

enquanto a fun�c~ao tanh pondera a relevância dos valores em uma escala de -1 a 1.
ˆ Equa�c~oes:

ot = � (Wio � X t + bio + Who � ht � 1 + bho) (3.4)

ht = ot � tanh(Ct ) (3.5)

Essas equa�c~oes ilustram como as portas de uma LSTM controlam o 
uxo de
informa�c~oes, permitindo que a c�elula retenha e acesse dados de acordo com os requisitos
da tarefa em quest~ao. Essa capacidade de manter informa�c~oes relevantes por intervalos de
tempo arbitr�arios torna especialmente adequadas para lidar com sequências temporais de
dura�c~ao vari�avel.

Na aplica�c~ao pr�atica, �e empregada em v�arias �areas, incluindo processamento de
linguagem natural, onde sua capacidade de construir mem�oria de longo prazo a partir de
processos de curto prazo �e particularmente valiosa. Ela proporciona contextos signi�cativos
para avalia�c~ao de palavras ou fonemas em rela�c~ao ao conjunto, contribuindo para a
�ltragem e categoriza�c~ao e�cientes de dados. O conceito de LSTM representa uma ideia
consolidada e amplamente adotada no desenvolvimento de redes neurais recorrentes para
uma variedade de tarefas.

Em contextos hidrol�ogicos, onde a precis~ao na previs~ao de eventos clim�aticos
�e fundamental, as RNNs, especialmente as LSTMs, se destacam. Sua capacidade de
capturar padr~oes complexos e de lidar e�cientemente com a natureza sequencial dos dados
hidrol�ogicos as torna ferramentas inestim�aveis para prever com precis~ao a vaz~ao dos rios e
eventos clim�aticos extremos (GHIMIRE; YASEEN; FAROOQUE, 2021).

Diversos estudos not�aveis foram conduzidos recentemente sobre as aplica�c~oes das
LSTMs na previs~ao de vaz~oes, incluindo:

ˆ Kelantan, Mal�asia: (FU et al., 2020) utilizaram o modelo LSTM para prever vaz~oes
em um estudo que abrangeu cinco d�ecadas de dados de precipita�c~ao e vaz~ao no rio
Kelantan, no nordeste da Mal�asia, demonstrando a e�c�acia dessa abordagem em
cen�arios de longo prazo.

ˆ Compara�c~ao de Desempenho:(RAHIMZAD et al., 2021) conduziram uma an�alise
comparativa de modelos, destacando que o LSTM superou m�etodos tradicionais de
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aprendizado de m�aquina, incluindo regress~ao linear e perceptron multicamadas, em
previs~oes de vaz~ao baseadas em dados de precipita�c~ao.

ˆ China: (WANG et al., 2022) coletaram dados de vaz~ao e precipita�c~ao em sete bacias
hidrogr�a�cas na China, empregando o modelo GRU para a previs~ao de vaz~oes. Uma
abordagem h��brida, que combinou LSTM e GRU, foi sugerida para melhorar a
capacidade de previs~ao.

ˆ Integra�c~ao de M�etodos: Em uma abordagem integrativa, (AHMED et al., 2021) aco-
plaram LSTM e GRU ao algoritmo de sele�c~ao de recursos Boruta (BRF), resultando
em previs~oes aprimoradas de 
uxo usando dados meteorol�ogicos.

ˆ Considera�c~ao de Barragens:O estudo de (OUYANG et al., 2021) enfatizou a
importância de considerar a in
uência de barragens na previs~ao de 
uxo. Ao avaliar
3.557 bacias nos Estados Unidos, destacaram a necessidade de tratar adequadamente
a presen�ca de barragens nos modelos LSTM para otimizar a precis~ao das previs~oes.
Previs~ao de Vaz~ao A
uente com LSTM:(SANTOS, 2022) conduz um estudo que
aplica Redes Neurais Recorrentes LSTM na previs~ao di�aria de vaz~ao na Usina
Hidrel�etrica de Tucuru��, utilizando dados hist�oricos tanto da pr�opria Usina quanto da
Usina de Estreito. O trabalho ressalta a necessidade crucial de incorporar a presen�ca
de outros dados para aprimorar a precis~ao das previs~oes.

Em rela�c~ao �a conex~ao entre precipita�c~ao e escoamento, �e comum utilizar da-
dos hist�oricos como entrada para modelos de aprendizagem profunda. No entanto, essa
abordagem pode ser inadequada em regi~oes com infraestruturas arti�ciais signi�cativas,
como barragens e a�cudes, que provocam altera�c~oes substanciais nos padr~oes de 
uxo,
independentemente das condi�c~oes clim�aticas (WILLIAMS GP & WOLMAN, 1984).

3.3 Redes Neurais Convolucionais - CNNs

As CNNs oferecem uma abordagem �unica para prever s�eries temporais, espe-
cialmente no contexto da hidrologia. Enquanto as RNNs se destacam na captura de
dependências temporais de longo prazo, as CNNs s~ao especializadas em reconhecer padr~oes
espaciais em dados sequenciais.

3.3.1 Arquitetura e Funcionamento das CNNs

As CNNs baseiam-se no conceito de convolu�c~ao, um processo pelo qual �ltros
deslizam sobre os dados de entrada, extraindo caracter��sticas locais. Essa capacidade
�e particularmente �util para dados espacialmente caracterizados, como os encontrados
em previs~oes hidrol�ogicas. A arquitetura t��pica das CNNs inclui camadas de convolu�c~ao,
camadas de pooling e camadas totalmente conectadas, como mostrado na Figura 15

ˆ Convolu�c~ao: A convolu�c~ao permite que a rede identi�que padr~oes espaciais, como
caracter��sticas geogr�a�cas em mapas de precipita�c~ao ou caracter��sticas hidrogr�a�cas.

ˆ Pooling: As camadas de pooling reduzem a dimensionalidade, preservando as carac-
ter��sticas essenciais e tornando a rede mais e�ciente.

ˆ Totalmente Conectada ou Flattening: As camadas totalmente conectadas integram
as informa�c~oes extra��das para gerar a sa��da �nal da rede.

Uma integra�c~ao not�avel �e a combina�c~ao com Modelos Recorrentes. A abordagem
h��brida que mescla CNNs com modelos recorrentes, como LSTM ou GRU, tem se mostrado
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Figura 15 { Exemplo de uma arquitetura CNN.

Fonte: (INTERVIEWBIT, 2022).

e�caz. Essa fus~ao permite a captura de informa�c~oes tanto espaciais quanto temporais,
enriquecendo a compreens~ao do sistema hidrol�ogico (AHMED et al., 2021), algo explorado
em detalhes neste trabalho.

�E importante destacar tamb�em o kernel, sendo o c�erebro de um sistema operacional
e em redes neurais refere-se a uma pequena matriz usada na opera�c~ao de convolu�c~ao.
Durante essa opera�c~ao, o kernel desliza sobre os dados de entrada, realizando opera�c~oes
locais para extrair padr~oes relevantes. Os pesos e o tamanho do kernel s~ao ajust�aveis,
permitindo que a rede neural aprenda diferentes caracter��sticas nos dados durante o
treinamento. Em resumo, o kernel �e essencial para a capacidade da rede neural de reconhecer
e aprender padr~oes nos dados.

3.3.2 Tipos de Redes Neurais Convolucionais

As CNNs representam uma classe poderosa de arquiteturas adaptadas para diversas
tipologias de dados e aplica�c~oes. Neste contexto, destacamos três variantes fundamentais:
CNN Unidimensional (CNN1D), CNN Bidimensional (CNN2D), e CNN Tridimensional
(CNN3D).

3.3.2.1 CNN Unidimensional (CNN1D)

Este modelo �e especialmente indicado para an�alise de dados unidimensionais,
como s�eries temporais. Nas CNNs 1D, os kernels de convolu�c~ao movem-se ao longo de
uma �unica dire�c~ao, resultando em dados de entrada e sa��da bidimensionais (SHEN et al.,
2021). Reconhecida por sua capacidade robusta de extra�c~ao de recursos, destaca-se na
identi�ca�c~ao autom�atica de caracter��sticas n~ao lineares nos dados brutos. A combina�c~ao de
camadas convolucionais e de pooling contribui para essa extra�c~ao, enquanto o aprendizado
adaptativo de recursos ocorre na camada totalmente conectada, eliminando a necessidade
de extra�c~ao manual de caracter��sticas e tornando o processo mais e�ciente (YAO et al.,
2021).

O diferencial dessa arquitetura �e sua habilidade em operar por meio do deslizamento
do kernel em uma �unica dimens~ao, tornando-a ideal para a an�alise de s�eries temporais. Em
cen�arios como a interpreta�c~ao de dados de um acelerômetro, onde a primeira dimens~ao
representa o tempo e a segunda dimens~ao �e composta pelos valores de acelera�c~ao em
diferentes eixos, a CNN1D destaca-se na identi�ca�c~ao de padr~oes temporais signi�cativos.
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Em termos mais pr�aticos, �e poss��vel imaginar dados de s�eries temporais como
aqueles provenientes de um acelerômetro, nele o kernel desliza apenas na dimens~ao temporal.
Cada passo do kernel abrange uma janela de tempo, permitindo a extra�c~ao de padr~oes
temporais espec���cos. A Figura 16 ilustra visualmente esse deslizamento unidimensional
do kernel.

Figura 16 { Deslizamento do Kernel na CNN 1D sobre uma S�erie Temporal.

Fonte: Adaptado de (VERMA, 2019).

A CNN1D encontra aplica�c~oes valiosas em dados sequenciais, como s�eries temporais
de sensores, dados de �audio e texto, onde a identi�ca�c~ao de padr~oes em uma �unica dimens~ao
temporal �e essencial.

A �gura 17 ilustra a opera�c~ao de convolu�c~ao unidimensional, onde os diferentes
mapas de recursos ap�os a convolu�c~ao s~ao representados. As conex~oes coloridas mostram os
links entre a camada de entrada e a camada convolutiva, e cada conex~ao �e ponderada. Essa
estrutura permite uma opera�c~ao de convolu�c~ao e�caz com um n�umero menor de pesos em
compara�c~ao com arquiteturas totalmente conectadas e isso aumenta sua velocidade de
processamento.

Figura 17 { Exemplo de opera�c~ao convolucional 1D.

Fonte: Adaptado de (GHIMIRE; YASEEN; FAROOQUE, 2021).

3.3.2.2 CNN Bidimensional (CNN2D)

A arquitetura da Rede Convolucional Bidimensional desempenha um papel fun-
damental em tarefas de processamento de imagem, desempenhando um papel crucial na
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extra�c~ao de padr~oes visuais complexos. O termo 2D refere-se �a capacidade do kernel de
deslizar ao longo de duas dimens~oes nos dados, geralmente correspondentes �a altura e
largura da imagem (ZHAO et al., 2021). Esta capacidade �unica torna a CNN2D altamente
e�ciente na captura de informa�c~oes locais em imagens, sendo essencial para a extra�c~ao de
caracter��sticas espaciais.

Ao operar por meio do deslizamento do kernel sobre a imagem, a CNN2D realiza
convolu�c~oes em duas dimens~oes, o que a torna particularmente robusta na detec�c~ao de
bordas, distribui�c~ao de cores e outros padr~oes visuais. Essa capacidade de discernimento
espacial �e uma caracter��stica distintiva que a diferencia de outras redes neurais, tornando-a
especialmente e�caz em tarefas de classi�ca�c~ao de imagens.

Para ilustrar o processo de convolu�c~ao, �e poss��vel imaginar um pequeno kernel,
como um �ltro 3x3, movendo-se pela imagem. A Figura 18 oferece uma representa�c~ao
visual desse deslizamento sobre uma imagem bidimensional. A cada passo, o kernel realiza
uma multiplica�c~ao elemento a elemento com a regi~ao da imagem que est�a cobrindo, gerando
valores que comp~oem a camada convolucional de sa��da. Esse processo �e repetido em toda a
extens~ao da imagem, capturando e�cientemente padr~oes locais e construindo representa�c~oes
hier�arquicas.

A natureza tridimensional dos dados manipulados pela CNN2D contribui sig-
ni�cativamente para sua e�c�acia na detec�c~ao de bordas, distribui�c~ao de cores e outras
caracter��sticas espaciais em imagens. Al�em de seu sucesso em tarefas de classi�ca�c~ao,
destaca-se em contextos que demandam compreens~ao espacial, tornando-a uma escolha
vers�atil e robusta. Sua capacidade de generaliza�c~ao a padr~oes complexos a torna promissora
em aplica�c~oes diversas, inclusive na �area de previs~ao de vaz~oes, onde a interpreta�c~ao e�caz
de informa�c~oes espaciais �e fundamental.

Figura 18 { Deslizamento do Kernel na CNN 2D sobre uma Imagem Bidimensional.

Fonte: Adaptado de (VERMA, 2019).
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Na previs~ao de vaz~oes di�arias ao longo do tempo em usinas hidrel�etricas, a CNN2D
destaca-se ao analisar mapas hidrogr�a�cos, onde cada pixel representa a vaz~ao di�aria em
uma determinada localidade. Ao aplicar o deslizamento do kernel sobre essas imagens
bidimensionais, a CNN2D extrai padr~oes espaciais e temporais, permitindo a aprendizagem
autom�atica de complexas intera�c~oes entre diferentes pontos do mapa. Essa abordagem
aprimora a interpreta�c~ao das vari�aveis hidrol�ogicas, resultando em modelos de previs~ao de
vaz~oes mais e�cazes e precisos para usinas hidrel�etricas.

3.3.2.3 CNN Tridimensional (CNN3D)

Esse modelo leva a convolu�c~ao para três dimens~oes, tornando-o adequado para
dados tridimensionais, visto que os n�ucleos de convolu�c~ao se movem em 3 dire�c~oes e os
dados de entrada e sa��da do CNN3D s~ao quadrimensionais como dados de ressonância
magn�etica (MRI) e tomogra�as computadorizadas (TC) (RAO; LIU, 2020). Esses dados
s~ao comuns em aplica�c~oes de diagn�ostico m�edico. O CNN3D permite a classi�ca�c~ao de
dados m�edicos e a extra�c~ao de caracter��sticas relevantes desses dados e n~ao foi utilizado
neste estudo.

3.3.3 Velocidade de Processamento: Compara�c~ao entre CNNs e LSTMs

Al�em das not�aveis capacidades na extra�c~ao de caracter��sticas espaciais, as Redes
Neurais Convolucionais tamb�em apresentam uma vantagem signi�cativa em termos de
velocidade de processamento quando comparadas aos modelos baseados em Redes Neurais
Recorrentes, como as LSTMs. Devido �a sua arquitetura e�ciente e �a natureza paralela das
opera�c~oes de convolu�c~ao, as convolucionais geralmente demonstram uma velocidade de
treinamento mais r�apida e isso foi observado em nosso estudo.

Enquanto as LSTMs, devido �a sua estrutura sequencial e dependência temporal,
podem exigir mais tempo para convergir durante o treinamento, as CNNs lidam de maneira
mais e�caz com grandes conjuntos de dados, resultando em tempos de treinamento mais
curtos. Essa caracter��stica faz das CNNs uma escolha atrativa em cen�arios em que a
e�ciência computacional e a velocidade de processamento s~ao cr��ticas para a aplica�c~ao
desejada (HA; LIU; MU, 2021).

3.4 Combina�c~ao de Redes Neurais Recorrentes (RNNs) e Redes Neurais Convolucionais
(CNNs)

Na busca cont��nua por avan�cos na modelagem de s�eries temporais, a combina�c~ao
de Redes Neurais Recorrentes, em particular as LSTMs, com Redes Neurais Convolucionais
tem emergido como uma estrat�egia promissora. Essa fus~ao arquitetural visa capitalizar a
habilidade das CNNs na extra�c~ao de padr~oes espaciais, aliada �a capacidade de mem�oria de
longo prazo das LSTMs para lidar com dependências temporais.
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3.4.1 Estrutura e Funcionamento da CNN-LSTM

A arquitetura da CNN-LSTM apresenta uma inova�c~ao marcante na previs~ao
de dados hidrol�ogicos. Proposta inicialmente por (SHI; AL., 2015), essa abordagem se
destaca por sua capacidade de lidar efetivamente com s�eries temporais espa�co-temporais,
tornando-a particularmente relevante para aplica�c~oes em hidrologia.

A CNN-LSTM mant�em a formula�c~ao fundamental da LSTM tradicional, incorpo-
rando opera�c~oes de convolu�c~ao em vez de conex~oes totalmente conectadas. Consiste em
c�elulas LSTM, cada uma associada a uma camada convolucional. De acordo com o artigo
(SHI; AL., 2015), essas c�elulas processam informa�c~oes, enquanto as camadas convolucionais
extraem padr~oes espaciais.

ˆ Convolu�c~ao Espacial:
{ A entrada, representando dados espa�co-temporais, passa por camadas convolu-

cionais para identi�car padr~oes espaciais.
{ Essa opera�c~ao permite que a rede extraia caracter��sticas espaciais importantes

nas s�eries temporais, vital para previs~oes precisas em hidrologia.
ˆ C�elulas LSTM:

{ Cada c�elula LSTM recebe as caracter��sticas extra��das pela convolu�c~ao espacial.
{ A estrutura LSTM permite a aprendizagem de dependências temporais de longo

alcance, sendo crucial para a compreens~ao de padr~oes em s�eries temporais
hidrol�ogicas.

ˆ Sa��da Integrada:
{ As sa��das das c�elulas LSTM s~ao integradas para formar a sa��da �nal da CNN-

LSTM.
{ Essa sa��da combinada representa uma compreens~ao aprimorada das rela�c~oes

espa�co-temporais nos dados hidrol�ogicos.

A CNN-LSTM �e adapt�avel a diferentes tipos de dados hidrol�ogicos, sejam eles
unidimensionais ou bidimensionais. Por exemplo, ao tratar dados de vaz~ao, a rede pode
agrupar s�eries temporais em diferentes per��odos, tratando-as como dados bidimensionais
com dois canais na rede.

A Figura 19, esquematiza a estrutura simples de uma unidade de mem�oria na
CNN-LSTM para reconhecimento de atividade humana, destacando a interconex~ao entre
a convolu�c~ao e as c�elulas LSTM, al�em das camadas intermedi�arias. Isso evidencia como a
convolu�c~ao contribui para uma representa�c~ao mais rica dos dados espa�co-temporais.

Desenvolvida inicialmente para processar imagens de ondas de radar, a CNN-
LSTM tem sido adaptada para lidar com s�eries temporais hidrol�ogicas unidimensionais
e bidimensionais. Nessa abordagem, em nosso estudo os dados de vaz~ao s~ao tratados
como s�eries temporais agrupadas em per��odos. Os dados agrupados s~ao, ent~ao, tratados
como dados unidimensionais ou bidimensionais, com dois canais alimentados na rede. Essa
transforma�c~ao permite que o kernel convolucional extraia informa�c~oes espaciais das s�eries
temporais, contribuindo para uma previs~ao mais precisa.



45

Figura 19 { Representa�c~ao de uma Estrutura da Unidade de Mem�oria CNN-LSTM.

Fonte: Adaptado de (ALI et al., ).

3.4.2 Vantagens sobre Abordagens Tradicionais

Comparativamente a modelos tradicionais, a CNN-LSTM destaca-se pela capaci-
dade de perceber caracter��sticas com varia�c~ao espacial signi�cativa, crucial para dados
hidrol�ogicos complexos. A e�c�acia na obten�c~ao de rela�c~oes espa�co-temporais a torna uma
escolha preferencial, especialmente quando a correla�c~ao entre vari�aveis hidrol�ogicas varia
ao longo do tempo.

A aplica�c~ao da CNN-LSTM em dados hidrol�ogicos unidimensionais, bidimensio-
nais e a considera�c~ao de diferentes per��odos na agrega�c~ao das s�eries temporais indicam
sua 
exibilidade e adaptabilidade, abrindo caminho para uma previs~ao mais precisa e
contextualizada das vari�aveis hidrol�ogicas.
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4 DESENVOLVIMENTO COMPUTACIONAL DOS MODELOS DE PREVIS ~AO DE
VAZ ~AO AFLUENTE

Neste cap��tulo, �e detalhado a implementa�c~ao pr�atica dos modelos de previs~ao de
vaz~ao a
uente da UHE-Tucuru�� na linguagem de programa�c~ao Python. A metodologia
adotada compreende a cria�c~ao e treinamento de cinco modelos distintos, cada um pro-
jetado para explorar diferentes arquiteturas e abordagens. A implementa�c~ao baseia-se
em bibliotecas fundamentais, como Pandas e NumPy, e as redes neurais s~ao constru��das
utilizando TensorFlow e Keras.

A se�c~ao inicial deste cap��tulo contextualiza o ambiente computacional e justi�ca a
escolha da linguagem Python para o desenvolvimento dos modelos. Aborda-se a relevância
das bibliotecas utilizadas e como essas ferramentas proporcionam uma base s�olida para
a implementa�c~ao e�ciente dos algoritmos de aprendizado de m�aquina. Al�em disso, s~ao
apresentadas as etapas essenciais do processo de codi�ca�c~ao, desde o carregamento dos
dados at�e a valida�c~ao dos modelos, fornecendo uma vis~ao geral do 
uxo de trabalho.

Este cap��tulo n~ao apenas descreve o c�odigo, mas tamb�em ofereceinsights sobre as
decis~oes, escolhas de parâmetros e estrat�egias para garantir que os modelos sejam robustos
e capazes de lidar com as complexidades dos dados hidrol�ogicos. A estrutura�c~ao das se�c~oes
subsequentes visa fornecer uma compreens~ao clara de como cada modelo �e constru��do e
treinado, enriquecendo a an�alise com coment�arios sobre boas pr�aticas de programa�c~ao e
considera�c~oes espec���cas de cada arquitetura.

O c�odigo Python referente a cada modelo e as fun�c~oes espec���cas, como splitsequence,
ser~ao apresentados em se�c~oes subsequentes, proporcionando uma abordagem passo a passo
para a compreens~ao detalhada de cada implementa�c~ao. Este cap��tulo n~ao apenas docu-
menta o c�odigo-fonte, mas tamb�em oferece uma narrativa coerente para compreender n~ao
apenas o \como" da implementa�c~ao, mas tamb�em o \porquê" por tr�as de cada escolha e
estrat�egia adotada.

4.1 Ambiente Computacional e Bibliotecas Utilizadas

O desenvolvimento dos modelos de previs~ao de vaz~ao a
uente para a UHE-
Tucuru�� foi realizado em um ambiente computacional robusto, utilizando a linguagem
de programa�c~ao Python e v�arias bibliotecas especializadas. A escolha do Python para
este projeto �e justi�cada pela sua ampla aceita�c~ao na comunidade de ciência de dados e
aprendizado de m�aquina, oferecendo e�ciência e versatilidade. As bibliotecas utilizadas
foram organizadas para facilitar a importa�c~ao e o gerenciamento de dados, a implementa�c~ao
de modelos de aprendizado de m�aquina e a avalia�c~ao de desempenho.

4.1.1 Bibliotecas Importadas

1 from keras.models import Sequential, Model
2 from keras.layers import LSTM, Dense, Conv1D, MaxPooling1D, Dropout, Conv2D,
3 Flatten, Reshape
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4 from keras.optimizers import Adam
5 from sklearn.metrics import mean_absolute_error, mean_squared_error, r2_score

4.1.2 Justi�cativas para a Escolha das Bibliotecas

As bibliotecas utilizadas e suas justi�cativas de escolhas foram guiadas pelos
seguintes aspectos:

1. Pandas e NumPy:Utilizadas para a manipula�c~ao e�ciente de dados, permitindo o
carregamento, organiza�c~ao e an�alise dos conjuntos de dados de vaz~ao a
uente.

2. Matplotlib: Essencial para a visualiza�c~ao de dados e resultados, fornecendo gr�a�cos
que facilitam a interpreta�c~ao dos resultados obtidos pelos modelos.

3. Keras (parte do TensorFlow): Uma poderosa biblioteca para a constru�c~ao e trei-
namento de modelos de aprendizado profundo. A escolha de Keras facilita a im-
plementa�c~ao de arquiteturas de redes neurais, incluindo LSTM, CNN1D, CNN2D,
LSTM-CNN1D e LSTM-CNN2D, sendo usada em destaque neste �ultimo para a
cria�c~ao de uma nova fun�c~ao de perda.

4. Scikit-learn: Oferece m�etricas de avalia�c~ao de desempenho, como MAE, MSE e R²,
fundamentais para analisar qu~ao bem os modelos est~ao realizando as previs~oes.

4.1.3 Con�gura�c~oes Adicionais

ˆ Optimizador Adam: Escolhido para ajustar os pesos do modelo durante o treinamento,
otimizando a taxa de aprendizado de forma adaptativa.

ˆ Estrutura de Rede Neural: Composta por camadas LSTM, Conv1D, MaxPooling1D,
Dropout, Conv2D, Flatten e Reshape, re
etindo a diversidade de arquiteturas
exploradas neste estudo.

Esse ambiente computacional e sele�c~ao de bibliotecas proporcionaram uma base
s�olida para a implementa�c~ao dos modelos, combinando e�ciência, 
exibilidade e ferramentas
especializadas para o desenvolvimento e avalia�c~ao dos modelos de previs~ao de vaz~ao a
uente.

4.2 Carregamento dos Dados

Para a condu�c~ao deste estudo, foram essenciais os dados hist�oricos de vaz~ao
a
uente das Usinas Tucuru��, Estreito e Lajeado. Esses dados foram disponibilizados pelo
Operador Nacional de Sistema El�etrico ((ONS), ) por meio de seu site, abrangendo o
extenso per��odo de01 de janeiro de 1999 a 01 de junho de 2023. Esse intervalo totaliza
26.754 pontos de dados, com 8.918 amostras para cada uma das usinas, sendo Tucuru��,
Estreito e Lajeado.

A escolha dessas usinas espec���cas se deu pela disponibilidade abrangente de
dados. A totalidade das informa�c~oes necess�arias estava acess��vel, facilitando uma an�alise
abrangente e detalhada.
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4.2.1 Procedimento de Carregamento

O arquivo contendo os dados brutos foi carregado utilizando a biblioteca Pandas
em Python. O c�odigo para esta opera�c~ao foi o seguinte:

1 # Carregando os dados do arquivo
2 arquivo = '/content/drive/MyDrive/TCC_Kevin/DadosBrutos/DadosReservatorios.xlsx '
3 #arquivo = 'DadosReservatorios.xlsx '
4

5 Dados = pd.read_excel(arquivo)

4.2.2 Sele�c~ao de Dados Relevantes

A tabela de dados bruta continha outras informa�c~oes, mas para este estudo,
apenas o tempo (t) e as vaz~oes das Usinas de Tucuru�� (y), Estreito (x) e Lajeado (z) foram
considerados. Osarrays correspondentes foram de�nidos da seguinte forma:

1 # Aqui iniciamos pegando os dados que importam
2 t = Dados[ 'AMOSTRA'].values
3 yd = Dados['TUCURU�I ' ].values
4 xd = Dados['ESTREITO'].values
5 zd = Dados['LAJEADO'].values

Essas vari�aveis agora contêm os dados temporais (t) e as vaz~oes correspondentes
das Usinas Tucuru��, Estreito e Lajeado. Esse processo de carregamento e sele�c~ao �e crucial
para a prepara�c~ao dos dados antes de sua aplica�c~ao nos modelos de aprendizado de
m�aquina.

4.3 Fun�c~ao Split Sequences

Para viabilizar a entrada de dados nos modelos de aprendizado de m�aquina,
uma fun�c~ao espec���ca, denominadasplit_sequences , foi desenvolvida. Esta fun�c~ao �e
fundamental para criar padr~oes de entrada e sa��da apropriados para o treinamento dos
modelos. Assim, tem a �nalidade de dividir as sequências temporais em sub-sequências,
facilitando a prepara�c~ao dos dados para o treinamento dos modelos preditivos.

1 # Aqui definimos a fun�c~ao split_sequences() uma vez.
2 # Em seguida �e s�o cham�a-la sempre que precisar.
3

4 def split_sequences(sequences, n_steps_in, n_steps_out):
5 X, y = list(), list()
6 for i in range(len(sequences)):
7 # encontrar o final deste padr~ao
8 end_ix = i + n_steps_in
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9 out_end_ix = end_ix + n_steps_out-1
10 # verificar se estamos al�em do conjunto de dados
11 if out_end_ix > len(sequences):
12 break
13 # reunir as partes de entrada e sa��da do padr~ao
14 seq_x = sequences[i:end_ix, :-1] # Entrada: Tucuru�� e Estreito
15 seq_z = sequences[i:end_ix, -1] # Entrada: Lajeado
16 seq_y = sequences[end_ix-1:out_end_ix, -1] # Sa��da: Tucuru��
17 X.append(np.column_stack((seq_x, seq_z))) # Entradas:Tuc., Estreito e Lajeado
18 y.append(seq_y)
19 return np.array(X), np.array(y)

4.3.1 Explica�c~ao dessa Fun�c~ao

A fun�c~ao split sequences recebe três parâmetros:

ˆ sequences: representa a sequência multivariada que ser�a dividida em amostras.
ˆ n_steps_in : �e o n�umero de passos temporais a serem considerados como entrada

(lookback), que nesse caso o nsi foi igual a 30 .
ˆ n_steps_out : �e o n�umero de passos temporais a serem previstos como sa��da, que

nesse caso o nso foi igual a 7.

A fun�c~ao utiliza ��ndices para extrair as partes relevantes da sequência, levando
em considera�c~ao o n�umero de passos de�nidos. Assim, essa fun�c~ao percorre a sequência e
para cada ponto, extrai a entrada (Tucuru�� e Estreito) e a sa��da (Tucuru��) de acordo com
o n�umero de passos de�nidos. A entrada �e ent~ao combinada, incluindo a vaz~ao de Lajeado,
e as amostras s~ao acumuladas em listas separadas para X (entrada) e y (sa��da).

Essa fun�c~ao proporciona a estrutura�c~ao adequada dos dados para o treinamento
dos modelos, tornando-se uma etapa cr��tica na prepara�c~ao dos dados para a modelagem.

4.4 Normaliza�c~ao dos Dados

A normaliza�c~ao dos dados desempenha um papel crucial na etapa de prepara�c~ao
dos dados para a modelagem da previs~ao de vaz~oes a
uente da UHE-Tucuru��. Essa t�ecnica
�e essencial para colocar os dados em uma escala compar�avel, promovendo um desempenho
mais e�ciente dos modelos. Nesse contexto, o processo de normaliza�c~ao �e aplicado:

1 ymax = np.max(yd)
2 y = yd/ymax
3 x = xd/ymax
4 z = zd/ymax

Cada etapa desse processo possui um signi�cado espec���co:

ˆ ymax = np.max(yd): Encontra o valor m�aximo das vaz~oes de Tucuru�� (yd).



50

ˆ y = yd/ymax: Divide os valores das vaz~oes de Tucuru�� (yd) pelo valor m�aximo (ymax),
normalizando os dados no intervalo de 0 a 1.

ˆ x = xd/ymax: Divide os valores das vaz~oes de Estreito (xd) pelo valor m�aximo (ymax),
normalizando os dados no intervalo de 0 a 1.

ˆ z = zd/ymax: Divide os valores das vaz~oes de Lajeado (zd) pelo valor m�aximo (ymax),
normalizando os dados no intervalo de 0 a 1.

Assim, a normaliza�c~ao dos dados �e um processo importante, pois garante que
todas as caracter��sticas tenham um impacto igual na modelagem. Isso ajuda a evitar
problemas de escala que poderiam afetar o treinamento do modelo, permitindo que ele
aprenda de maneira e�caz e produza resultados mais precisos.

4.5 Estrutura�c~ao dos Modelos

Neste contexto, ser�a delineada a estrutura�c~ao dos cinco modelos distintos desen-
volvidos para a previs~ao de vaz~ao a
uente da UHE-Tucuru��. Cada modelo �e detalhado
com sua arquitetura espec���ca, todos implementados com a biblioteca Keras em Python.

Durante o processo de treinamento de todos os modelos e sua consolida�c~ao em
um �unico arquivo, �e gerado um conjunto de resultados que pode ser observado na coluna
Con�gura�c~oes nas pr�oximas tabelas. Nessa coluna, as informa�c~oes sobre as dimens~oes das
sa��das de cada camada s~ao apresentadas de forma detalhada.�E importante destacar, o
termo None que �e utilizado para representar que as dimens~oes da sa��da podem variar de
acordo com as caracter��sticas dos dados de entrada. Esse aspecto denota uma not�avel

exibilidade em rela�c~ao ao tamanho da sa��da, o que �e essencial para a adapta�c~ao do modelo
a diferentes cen�arios.

Outro aspecto relevante que encontramos nesse conjunto de resultados �e a se�c~ao
Parâmetros. Esta se�c~ao indica o n�umero de parâmetros ajust�aveis contidos em cada camada
do modelo. Os parâmetros s~ao valores que o modelo pode ajustar durante o processo de
treinamento, e desempenham um papel crucial na capacidade da rede neural em aprender
e se adaptar aos dados. Portanto, uma an�alise minuciosa dos parâmetros �e fundamental
para avaliar o desempenho geral do modelo.

Al�em disso, na linha Total de Parâmetros, encontramos a quantidade total de
parâmetros no modelo. Al�em disso, essa quantidade �e expressa em kilobytes (KB), que
�e uma unidade de medida para dados digitais. Essa representa�c~ao em KB fornece uma
ideia clara do tamanho do modelo e dos recursos computacionais necess�arios para a sua
implementa�c~ao. Portanto, �e uma informa�c~ao relevante para avaliar a viabilidade pr�atica
do modelo em diferentes contextos.

�E importante destacar que as camadas com um valor de 0 para parâmetros, como
o MaxPooling e a camada Flatten, desempenham fun�c~oes essenciais na arquitetura da rede
neural sem introduzir parâmetros trein�aveis. A camada MaxPooling realiza uma opera�c~ao
de redu�c~ao espacial, preservando apenas o valor m�aximo em uma janela deslizante, sem a
necessidade de aprender pesos ou vieses. Da mesma forma, a camada Flatten tem a fun�c~ao
de reformatar os dados, convertendo-os em um vetor unidimensional, mas sem contribuir
com elementos de aprendizado, pois n~ao realiza c�alculos com parâmetros ajust�aveis.
Essa caracter��stica �e crucial para entender a estrutura da rede, destacando camadas que
desempenham opera�c~oes espec���cas sem a necessidade de adapta�c~ao durante o treinamento.
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4.5.1 Modelo 1: LSTM

O primeiro modelo �e uma Rede Neural Recorrente baseada na arquitetura LSTM.
A LSTM �e conhecida por sua capacidade de capturar rela�c~oes de longo prazo em sequências
temporais. A arquitetura consiste em uma camada LSTM seguida por uma camada densa
e uma camada de sa��da linear. O modelo �e compilado com o otimizador Adam e a fun�c~ao
de perda Mean Squared Error (MSE).

1 # Arquitetura do modelo
2 model = Sequential()
3

4 # Uma camada LSTM
5 model.add(LSTM(64, activation= 'relu ', input_shape=(nsi, nf)))
6

7 # Uma camada densa com ativa�c~ao ReLU
8 model.add(Dense(50, activation= 'relu '))
9

10 # Camada de sa��da com ativa�c~ao linear
11 model.add(Dense(nso, activation= 'linear '))
12

13 # Compilando o modelo com otimizador Adam e fun�c~ao de perda MSE
14 model.compile(optimizer=Adam(learning_rate=0.001), loss= 'mse')

Tabela 3 { Resumo do Modelo LSTM

Camada (Layer) Con�gura�c~oes
lstm (LSTM) Sa��da: (None, 64), Parâmetros: 17,664
dense (Dense) Sa��da: (None, 50), Parâmetros: 3,250
dense_1 (Dense) Sa��da: (None, 7), Parâmetros: 357
Total de Parâmetros 21,271 (83.09 KB)
Trein�aveis 21,271 (83.09 KB)
N~ao Trein�aveis 0 (0.00 Byte)

Fonte: Autoria pr�opria.

A estrutura do modelo compreende três camadas principais:

1. Camada LSTM:
ˆ Con�gura�c~ao: 64 unidades com fun�c~ao de ativa�c~ao ReLU.
ˆ Esta camada LSTM, composta por 17,664 parâmetros ajust�aveis, �e projetada

para aprender padr~oes temporais complexos inerentes aos dados de vaz~ao. A
escolha da fun�c~ao de ativa�c~ao ReLU visa introduzir n~ao linearidades, permitindo
ao modelo capturar rela�c~oes mais complexas nos dados.

2. Camada Densa Intermedi�aria:
ˆ Con�gura�c~ao: 50 unidades com ativa�c~ao ReLU.
ˆ Composta por 3,250 parâmetros ajust�aveis, essa camada desempenha um papel

fundamental na redu�c~ao da dimensionalidade dos dados antes de atingirem
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a �ultima camada. Sua ativa�c~ao ReLU adiciona n~ao linearidades essenciais ao
processo.

3. Camada de Sa��da Linear:
ˆ Con�gura�c~ao: 7 unidades com ativa�c~ao linear.
ˆ Respons�avel pela produ�c~ao das sa��das �nais, essa camada emprega a fun�c~ao de

perda Mean Squared Error (MSE) e o otimizador Adam durante o treinamento.
Seus 357 parâmetros s~ao ajustados para otimizar a correspondência entre as
previs~oes do modelo e os valores reais de vaz~ao.

A an�alise detalhada dos parâmetros evidencia a complexidade e a capacidade
de adapta�c~ao da camada LSTM, enquanto as camadas subsequentes contribuem para
a modelagem e�ciente dos dados. O total de 21,271 parâmetros ajust�aveis destaca a
riqueza da capacidade de aprendizado do modelo. A aloca�c~ao desses parâmetros permite ao
modelo n~ao apenas compreender os padr~oes espec���cos nos dados de entrada, mas tamb�em
ajustar-se de maneira dinâmica �as nuances das s�eries temporais hidroel�etricas.

Em termos de e�ciência computacional, o modelo LSTM ocupa 83.09 KB, uma
informa�c~ao crucial para avaliar sua viabilidade pr�atica em diferentes contextos. A totalidade
dos parâmetros �e trein�avel, garantindo uma adapta�c~ao cont��nua do modelo aos dados. Essa
abordagem, combinada com a escolha cuidadosa das fun�c~oes de ativa�c~ao, otimizadores
e m�etricas de avalia�c~ao, fundamenta a robustez e e�c�acia do modelo LSTM na tarefa
desa�adora de prever a vaz~ao a
uente.

4.5.2 Modelo 2: CNN1D

O segundo modelo utiliza uma camada de convolu�c~ao 1D para extrair caracter��sti-
cas relevantes de dados sequenciais, seguida por uma camada de pooling e uma camada
densa. A camada de sa��da �e linear, e o modelo �e compilado com o otimizador Adam e a
fun�c~ao de perda MSE.

1 # Arquitetura do modelo
2 model = Sequential()
3

4 # Uma camada de convolu�c~ao 1D
5 model.add(Conv1D(filters=64, kernel_size=3, activation= 'relu ', input_shape=(nsi, nf)))
6

7 # Uma camada de pooling (agrupamento)
8 model.add(MaxPooling1D(pool_size=2))
9

10 # Achatamento dos dados
11 model.add(Flatten())
12

13 # Uma camada densa com ativa�c~ao ReLU
14 model.add(Dense(50, activation= 'relu '))
15

16 # Camada de sa��da com ativa�c~ao linear
17 model.add(Dense(nso, activation= 'linear '))
18

19 # Compilando o modelo com otimizador Adam e fun�c~ao de perda MSE
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20 model.compile(optimizer= 'adam', loss= 'mse')

Tabela 4 { Resumo do Modelo CNN1D

Camada (Layer) Con�gura�c~oes
conv1d (Conv1D) Sa��da: (None, 28, 64), Parâmetros: 832
max_pooling1d (MaxPooling1D) Sa��da: (None, 14, 64), Parâmetros: 0
flatten (Flatten) Sa��da: (None, 896), Parâmetros: 0
dense (Dense) Sa��da: (None, 50), Parâmetros: 44,850
dense_1 (Dense) Sa��da: (None, 7), Parâmetros: 357
Total de Parâmetros 46,039 (179.84 KB)
Trein�aveis 46,039 (179.84 KB)
N~ao Trein�aveis 0 (0.00 Byte)

Fonte: Autoria pr�opria.

1. Conv1D (Camada de Convolu�c~ao 1D):
ˆ Con�gura�c~ao: 64 unidades com fun�c~ao de ativa�c~ao ReLU.
ˆ Esta camada de convolu�c~ao 1D possui 832 parâmetros ajust�aveis, projetados

para extrair caracter��sticas importantes dos dados sequenciais. A sa��da da
camada tem dimens~oes (None, 28, 64).

{ (None): N�umero dinâmico de amostras processadas em cada lote durante o
treinamento.

{ (28): Comprimento da dimens~ao sequencial na sa��da.
{ (64): N�umero de �ltros na camada, representando a quantidade de caracte-

r��sticas distintas que a camada est�a tentando aprender.
2. MaxPooling1D (Camada de Max Pooling 1D):

ˆ Con�gura�c~ao: Pooling de tamanho 2.
ˆ Esta camada de max pooling n~ao possui parâmetros trein�aveis (0 parâmetros).

A sa��da da camada tem uma forma de (None, 14, 64).
3. Flatten (Camada de Flatten):

ˆ Con�gura�c~ao: Achatamento dos dados.
ˆ Esta camada de 
atten n~ao possui parâmetros trein�aveis (0 parâmetros). A

sa��da da camada tem uma forma de (None, 896).
4. Camada Densa (Dense):

ˆ Con�gura�c~ao: 50 unidades com ativa�c~ao ReLU.
ˆ A camada densa tem 44,850 parâmetros ajust�aveis e �e utilizada para reduzir a

dimensionalidade dos dados antes de atingirem a �ultima camada.
5. Camada Densa Final:

ˆ Con�gura�c~ao: 7 unidades com ativa�c~ao linear.
ˆ A �ultima camada densa tem 357 parâmetros e produz a sa��da �nal do modelo.

Com 7 unidades, corresponde ao n�umero de sa��das que est�a prevendo (nso=7).

No contexto espec���co do modelo CNN1D, observa-se que a camada de convolu�c~ao
1D utiliza None em suas dimens~oes de sa��da. Essa caracter��stica �e particularmente signi�ca-
tiva, indicando que a sa��da da camada convolucional 1D ser�a bidimensional, adaptando-se
dinamicamente ao comprimento da sequência de entrada. Essa adapta�c~ao �e fundamental
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para lidar com dados de s�eries temporais de comprimentos vari�aveis, conferindo ao modelo
a capacidade de processar diferentes comprimentos de sequência de maneira e�caz.

O total de 46,039 parâmetros ajust�aveis destaca a not�avel capacidade de apren-
dizado do modelo. No âmbito da e�ciência computacional, �e importante observar que o
modelo CNN1D requer 179.84 KB e todos os parâmetros s~ao trein�aveis.

4.5.3 Modelo 3: CNN2D

O terceiro modelo �e uma Rede Neural Convolutiva 2D (CNN2D). Consiste em
uma camada de convolu�c~ao 2D, seguida por uma camada demax pooling, uma camada de

atten e duas camadas densas, todas com ativa�c~aoReLU. A camada de sa��da �e linear, e o
modelo �e compilado com o otimizadorAdam e a fun�c~ao de perda MSE.

1 # Arquitetura do modelo
2 model = Sequential()
3

4 # Uma camada de convolu�c~ao 2D
5 model.add(Conv2D(filters=64, kernel_size=(3, 3), activation= 'relu ', input_shape=(nsi, nf, 1)))
6

7 # Uma camada de pooling (agrupamento)
8 model.add(MaxPooling2D(pool_size=(2, 2)))
9

10 # Achatamento dos dados
11 model.add(Flatten())
12

13 # Uma camada densa com ativa�c~ao ReLU
14 model.add(Dense(50, activation= 'relu '))
15

16 # Camada de sa��da com ativa�c~ao linear
17 model.add(Dense(nso, activation= 'linear '))
18

19 # Compilando o modelo com otimizador Adam e fun�c~ao de perda MSE
20 model.compile(optimizer= 'adam', loss= 'mse')

Tabela 5 { Resumo do Modelo CNN2D

Camada (Layer) Con�gura�c~oes
conv2d (Conv2D) Sa��da: (None, 28, 2, 64), Parâmetros: 640
max_pooling2d (MaxPooling2D) Sa��da: (None, 14, 1, 64), Parâmetros: 0
flatten (Flatten) Sa��da: (None, 896), Parâmetros: 0
dense (Dense) Sa��da: (None, 50), Parâmetros: 44,850
dense_1 (Dense) Sa��da: (None, 7), Parâmetros: 357
Total de Parâmetros 45,847 (179.09 KB)
Trein�aveis 45,847 (179.09 KB)
N~ao Trein�aveis 0 (0.00 Byte)

Fonte: Autoria pr�opria.
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1. Conv2D (Camada de Convolu�c~ao 2D):
ˆ Con�gura�c~ao: 64 unidades com fun�c~ao de ativa�c~ao ReLU.
ˆ Esta camada de convolu�c~ao 2D, composta por 640 parâmetros ajust�aveis, �e

projetada para extrair caracter��sticas importantes dos dados sequenciais. A
sa��da da camada tem uma forma de (None, 28, 2, 64).

{ (None): Representa o n�umero de amostras processadas em cada lote,
adaptando-se dinamicamente durante o treinamento.

{ (28): Indica o comprimento da dimens~ao sequencial na sa��da.
{ (2): Refere-se �a profundidade, indicando o n�umero de canais produzidos

pela camada de convolu�c~ao.
{ (64): Representa o n�umero de �ltros na camada, ou seja, a quantidade de

caracter��sticas distintas que a camada est�a tentando aprender.
2. MaxPooling2D (Camada de Max Pooling 2D):

ˆ Con�gura�c~ao: Pooling de tamanho 2.
ˆ Esta camada de max pooling n~ao possui parâmetros trein�aveis (0 parâmetros).

A sa��da da camada tem uma forma de (None, 14, 1, 64).
3. Flatten (Camada de Flatten):

ˆ Con�gura�c~ao: Achatamento dos dados.
ˆ Esta camada de 
atten n~ao possui parâmetros trein�aveis (0 parâmetros). A

sa��da da camada tem uma forma de (None, 896).
4. Camada Densa (Dense):

ˆ Con�gura�c~ao: 50 unidades com ativa�c~ao ReLU.
ˆ A camada densa tem 44,850 parâmetros ajust�aveis e �e utilizada para reduzir a

dimensionalidade dos dados antes de atingirem a �ultima camada.
5. Camada Densa Final:

ˆ Con�gura�c~ao: 7 unidades com ativa�c~ao linear.
ˆ A �ultima camada densa tem 357 parâmetros e produz a sa��da �nal do modelo.

Com 7 unidades, corresponde ao n�umero de sa��das que est�a prevendo (nso=7).

O total de 45,847 parâmetros ajust�aveis destaca a riqueza e so�stica�c~ao da
capacidade de aprendizado desse modelo. No âmbito da e�ciência computacional, �e relevante
notar que o modelo CNN2D ocupa 179.09 KB, uma informa�c~ao crucial para avaliar sua
viabilidade pr�atica em diferentes cen�arios de aplica�c~ao. Todos os parâmetros s~ao trein�aveis,
assegurando uma adapta�c~ao cont��nua e 
ex��vel do modelo aos padr~oes identi�cados nos
dados.

4.5.4 Modelo 4: LSTM-CNN1D

O quarto modelo combina uma camada de convolu�c~ao 1D com uma camada LSTM.
A convolu�c~ao permite a extra�c~ao de caracter��sticas espaciais, enquanto a LSTM captura
padr~oes temporais de longo prazo. O modelo �e compilado com o otimizador Adam e a
fun�c~ao de perda MSE.

1 # Arquitetura do modelo
2 model = Sequential()
3

4 # Uma camada de convolu�c~ao
5 model.add(Conv1D(filters=64, kernel_size=3, activation= 'relu ', input_shape=(nsi, nf)))
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6

7 # Uma camada de pooling
8 model.add(MaxPooling1D(pool_size=2))
9

10 # Uma camada LSTM
11 model.add(LSTM(64, activation= 'relu '))
12

13 # Uma camada densa com ativa�c~ao ReLU
14 model.add(Dense(50, activation= 'relu '))
15

16 # Camada de sa��da com ativa�c~ao linear
17 model.add(Dense(nso, activation= 'linear '))
18

19 # Compilando o modelo com otimizador Adam e fun�c~ao de perda MSE
20 model.compile(optimizer=Adam(learning_rate=0.001), loss= 'mse')

Tabela 6 { Resumo do Modelo LSTM-CNN1D

Camada (Layer) Con�gura�c~oes
conv1d_1 (Conv1D) Sa��da: (None, 28, 64), Parâmetros: 832
max_pooling1d_1 (MaxPooling1D) Sa��da: (None, 14, 64), Parâmetros: 0
lstm_1 (LSTM) Sa��da: (None, 64), Parâmetros: 33,024
dense_2 (Dense) Sa��da: (None, 50), Parâmetros: 3,250
dense_3 (Dense) Sa��da: (None, 7), Parâmetros: 357
Total de Parâmetros 37,463 (146.34 KB)
Trein�aveis 37,463 (146.34 KB)
N~ao Trein�aveis 0 (0.00 Byte)

Fonte: Autoria pr�opria.

1. Conv1D (Camada de Convolu�c~ao 1D):
ˆ Con�gura�c~ao: 64 unidades com fun�c~ao de ativa�c~ao ReLU.
ˆ Esta camada de convolu�c~ao 1D, composta por 832 parâmetros ajust�aveis, �e

projetada para extrair caracter��sticas relevantes dos dados sequenciais. A sa��da
da camada tem uma forma de (None, 28, 64).

2. MaxPooling1D (Camada de Max Pooling 1D):
ˆ Con�gura�c~ao: Pooling de tamanho 2.
ˆ Esta camada de max pooling n~ao possui parâmetros trein�aveis (0 parâmetros).

A sa��da da camada tem uma forma de (None, 14, 64).
3. LSTM (Camada Recorrente de Mem�oria de Longo Prazo):

ˆ Con�gura�c~ao: 64 unidades com fun�c~ao de ativa�c~ao ReLU.
ˆ Esta camada LSTM tem 33,024 parâmetros ajust�aveis e �e utilizada para capturar

padr~oes temporais de longo prazo. A sa��da da camada tem uma forma de (None,
64).

4. Camada Densa (Dense):
ˆ Con�gura�c~ao: 50 unidades com ativa�c~ao ReLU.
ˆ A camada densa tem 3,250 parâmetros ajust�aveis e �e utilizada para reduzir a

dimensionalidade dos dados antes de atingirem a �ultima camada.
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5. Camada Densa Final:
ˆ Con�gura�c~ao: 7 unidades com ativa�c~ao linear.
ˆ A �ultima camada densa tem 357 parâmetros e produz a sa��da �nal do modelo.

Com 7 unidades, corresponde ao n�umero de sa��das que est�a prevendo (nso=7).

A an�alise detalhada dos parâmetros destaca a complexidade intr��nseca e a not�avel
capacidade de adapta�c~ao das camadas de convolu�c~ao 1D e LSTM, sendo as subsequentes
contribuintes essenciais para a e�caz modelagem dos dados. Com um total de 37,463 parâ-
metros ajust�aveis, o modelo LSTM-CNN1D exibe uma riqueza not�avel em sua capacidade
de aprendizado. A distribui�c~ao estrat�egica desses parâmetros possibilita que o modelo
compreenda n~ao apenas os padr~oes espec���cos nos dados de entrada, mas tamb�em se ajuste
dinamicamente �as nuances complexas das s�eries temporais hidroel�etricas.

No que diz respeito �a e�ciência computacional, destaca-se que o modelo LSTM-
CNN1D ocupa 146.34 KB, uma informa�c~ao vital para avaliar sua viabilidade pr�atica
em diversos contextos de aplica�c~ao. Todos os parâmetros s~ao trein�aveis, garantindo uma
cont��nua e adaptativa conforma�c~ao do modelo aos dados. Esta abordagem, aliada �a
criteriosa escolha de fun�c~oes de ativa�c~ao, otimizadores e m�etricas de avalia�c~ao, fundamenta
a robustez e e�c�acia do modelo LSTM-CNN1D diante da desa�adora tarefa de prever a
vaz~ao a
uente.

4.5.5 Modelo 5: LSTM-CNN2D

O quinto modelo combina uma camada de convolu�c~ao 2D com uma camada LSTM.
Ap�os a convolu�c~ao e o achatamento, h�a uma camada densa e a camada de sa��da. Al�em
disso, este modelo introduz uma fun�c~ao de perda personalizada,mse_ponderado, que
atribui diferentes importâncias �as diferentes sa��das do modelo.

1 # Arquitetura do modelo
2 model = Sequential()
3

4 # Uma camada de convolu�c~ao 2D
5 model.add(Conv2D(filters=64, kernel_size=(3, 3), activation= 'relu ', input_shape=(nsi, nf, 1)))
6

7 # Achatamento dos dados
8 model.add(Flatten())
9

10 # Uma camada densa com ativa�c~ao ReLU
11 model.add(Dense(nsi * 64, activation= 'relu '))
12

13 # Uma camada de Reshape para converter a sa��da
14 model.add(Reshape((nsi, 64)))
15

16 # Uma camada LSTM
17 model.add(LSTM(64, activation= 'relu '))
18

19 # Uma camada densa com ativa�c~ao ReLU
20 model.add(Dense(50, activation= 'relu '))
21
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22 # Camada de sa��da com ativa�c~ao linear
23 model.add(Dense(nso, activation= 'linear '))
24

25 # Compilando o modelo com otimizador Adam e fun�c~ao de perda mse_ponderado
26 model.compile(optimizer=Adam(learning_rate=0.001), loss=mse_ponderado)

Tabela 7 { Resumo do Modelo LSTM-CNN2D

Camada (Layer) Con�gura�c~oes
conv2d (Conv2D) Sa��da: (None, 28, 2, 64), Parâmetros: 640
flatten (Flatten) Sa��da: (None, 3584), Parâmetros: 0
dense (Dense) Sa��da: (None, 1920), Parâmetros: 6,883,200
reshape (Reshape) Sa��da: (None, 30, 64), Parâmetros: 0
lstm (LSTM) Sa��da: (None, 64), Parâmetros: 33,024
dense_1 (Dense) Sa��da: (None, 50), Parâmetros: 3,250
dense_2 (Dense) Sa��da: (None, 7), Parâmetros: 357
Total de Parâmetros 6,920,471 (26.40 MB)
Trein�aveis 6,920,471 (26.40 MB)
N~ao Trein�aveis 0 (0.00 Byte)

Fonte: Autoria pr�opria.

1. Conv2D (Camada de Convolu�c~ao 2D):
ˆ Con�gura�c~ao: 64 unidades com kernel de tamanho (3, 3) e fun�c~ao de ativa�c~ao

ReLU.
ˆ Esta camada de convolu�c~ao 2D tem 640 parâmetros.
ˆ A sa��da da camada tem uma forma de (None, 28, 2, 64).

2. Flatten (Camada de Flattening):
ˆ Esta camada de 
attening n~ao possui parâmetros trein�aveis (0 parâmetros).
ˆ A sa��da da camada tem uma forma de (None, 3584).

3. Dense (Camada Densa):
ˆ Con�gura�c~ao: 1920 unidades com fun�c~ao de ativa�c~ao ReLU.
ˆ A camada densa tem 6,883,200 parâmetros.

4. Reshape (Camada de Reshape):
ˆ Esta camada de reshape n~ao possui parâmetros trein�aveis (0 parâmetros).
ˆ A sa��da da camada tem uma forma de (None, 30, 64).

5. LSTM (Camada Recorrente de Mem�oria de Longo Prazo):
ˆ Con�gura�c~ao: 64 unidades com fun�c~ao de ativa�c~ao ReLU.
ˆ Esta camada LSTM tem 33,024 parâmetros.
ˆ A sa��da da camada tem uma forma de (None, 64).

6. Camada Densa (Dense):
ˆ Con�gura�c~ao: 50 unidades com fun�c~ao de ativa�c~ao ReLU.
ˆ A camada densa tem 3,250 parâmetros.

7. Camada Densa Final:
ˆ Con�gura�c~ao: 7 unidades com ativa�c~ao linear.
ˆ A �ultima camada densa tem 357 parâmetros e produz a sa��da �nal do modelo.

Com 7 unidades, corresponde ao n�umero de sa��das que est�a prevendo (nso=7).
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8. Total de Parâmetros:
ˆ O modelo LSTM-CNN2D tem um total de 6,920,471 parâmetros, com 26.40

MB de espa�co necess�ario para armazen�a-los.
9. Trein�aveis e N~ao Trein�aveis:

ˆ Todos os parâmetros s~ao trein�aveis, o que signi�ca que ser~ao ajustados durante
o treinamento para otimizar o desempenho do modelo. N~ao h�a parâmetros n~ao
trein�aveis neste modelo.

O total de 6,920,471 parâmetros ajust�aveis destaca a excepcional riqueza na capa-
cidade de aprendizado do modelo LSTM-CNN2D. A estrat�egica aloca�c~ao desses parâmetros
confere ao modelo a habilidade n~ao apenas de compreender os padr~oes espec���cos presentes
nos dados de entrada, mas tamb�em de ajustar-se dinamicamente �as sutilezas das s�eries
temporais hidroel�etricas.

Quanto �a e�ciência computacional, �e relevante salientar que o modelo LSTM-
CNN2D ocupa 26.40 MB, uma informa�c~ao de suma importância para a avalia�c~ao de
sua viabilidade pr�atica em diferentes contextos de aplica�c~ao. Todos os parâmetros s~ao
trein�aveis, assegurando uma cont��nua e adaptativa conforma�c~ao do modelo aos dados.

4.5.5.1 Fun�c~aomse_ponderado

A fun�c~ao de perdamse_ponderadofoi criada para o Modelo 5 (LSTM-CNN2D).
Essa fun�c~ao calcula o erro quadr�atico m�edio (MSE) ponderado, onde cada sa��da tem
um peso correspondente. O vetor de pesos �e criado como um vetor crescente, e o erro �e
multiplicado por esses pesos antes de calcular a m�edia. Isso permite atribuir diferentes
importâncias �as diferentes sa��das durante o treinamento.

mse_ponderado(yverdadeiro ; ypredito ) =
1
N

NX

i =1

0

@
MX

j =1

wj � (yverdadeiro ;i;j � ypredito ;i;j )2

1

A (4.1)

Onde:

ˆ N �e o n�umero de amostras.
ˆ M �e o n�umero de sa��das.
ˆ wj �e o peso atribu��do �a sa��da j , calculado comowj = j .

1 # Fun�c~ao de perda mse_ponderado
2 import tensorflow as tf
3

4 def mse_ponderado(y_true, y_pred):
5 erro = tf.square(y_true - y_pred) # Calcula o erro quadr�atico
6 pesos = tf.range(1, tf.shape(erro)[1] + 1) # Cria vetor de pesos crescente
7 pesos = tf.cast(pesos, dtype=tf.float32) # Converte para float32
8 erro_ponderado = erro * pesos # Multiplica o erro pelo vetor de pesos
9 mse = tf.reduce_mean(erro_ponderado, axis=-1) # Calcula a m�edia ao longo do �ultimo eixo

10 return mse

Essa nova fun�c~ao de perda foi testada em todos os modelos, no entanto, n~ao
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apresentou grandes avan�cos nos resultados. Em vista disso, optou-se por destacar sua
inclus~ao e desempenho apenas no �ultimo modelo, o mais complexo, que �e o Modelo 5
(LSTM-CNN2D).

4.6 Estrutura�c~ao e Organiza�c~ao dos Dados para Treinamento

A estrutura�c~ao e organiza�c~ao dos dados desempenham um papel crucial no
treinamento e�caz do modelo de previs~ao de s�eries temporais. Neste contexto, foram
adotadas as seguintes abordagens:

4.6.1 Divis~ao dos Dados

Considerando um conjunto de 7 sa��das (nso=7), ou seja at�e 7 dias a frente para
prever, o conjunto total de dados (N) foi dividido em dados de identi�ca�c~ao (treinamento)
e dados de valida�c~ao. O percentual de dados de identi�ca�c~ao (percIdent ) foi �xado em
80%. Dessa forma, foram criados conjuntos de ��ndices para identi�ca�c~ao (ti ) e valida�c~ao
(tv ), com os respectivos subconjuntos de dados de vaz~ao para Tucuru�� (yi ), Estreito (xi ),
e Lajeado (zi ).

1 # Divis~ao dos Dados
2 nso = 7
3 percIdent = 0.8
4 N = len(y)
5 Ni = int(percIdent * N)
6 ti = np.arange(0, Ni)
7 tv = np.arange(Ni - nso, N - nso)
8 Nv = len(tv)
9

10 yi = y[ti]
11 yv = y[tv]
12

13 xi = x[ti]
14 xv = x[tv]
15

16 zi = z[ti]
17 zv = z[tv]

Essa divis~ao �e fundamental, pois permite treinar o modelo com dados de treina-
mento e avali�a-lo com dados de valida�c~ao. A inclus~ao de dados n~ao utilizados no treinamento
ajuda a avaliar a capacidade do modelo de generaliza�c~ao.

4.6.2 Gr�a�cos de identi�ca�c~ao e valida�c~ao

A visualiza�c~ao temporal dos dados �e essencial para identi�car padr~oes e tendências.
Foram criados gr�a�cos que representam a distribui�c~ao temporal das vaz~oes de Tucuru��,
Estreito e Lajeado nos conjuntos de treinamento e valida�c~ao. Essa an�alise gr�a�ca fornece
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informa�c~oes valiosas para o treinamento e avalia�c~ao dos modelos.

Figura 20 { Dados de identi�ca�c~ao e valida�c~ao

Fonte: Autoria pr�opria.

Para treinar os modelos de aprendizado de m�aquina, foi criado um conjunto de
dados combinando diversas s�eries temporais. Este conjunto �e essencial para preparar as
entradas e sa��das necess�arias para o treinamento dos modelos preditivos.

4.6.3 Gera�c~ao do Conjunto de Dados

1 # Criando o dataset combinando as s�eries temporais
2 dataset = np.hstack((xi, yi, zi, yii))
3 nsi = 30
4 X_treino, y_treino = split_sequences(dataset, nsi, nso)
5 nf = X_treino.shape[2]

O c�odigo Python apresentado utiliza a fun�c~aosplit_sequences para dividir as
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sequências temporais em sub-sequências apropriadas para o treinamento. O n�umero de
passos temporais de entrada (lookback) foi de�nido como 30, e o n�umero de passos temporais
de sa��da como 7. O resultado �e o conjunto de treinamento (X_treino e y_treino ) pronto
para ser utilizado nos modelos. O n�umero de features no conjunto de treino �e denotado
por nf .

4.6.4 Organiza�c~ao dos Dados para Treinamento

Os dados de entrada e sa��da foram organizados no formato adequado para alimentar
o modelo. Para cada usina (Tucuru��, Estreito e Lajeado), os dados foram estruturados de
acordo com as necessidades do modelo.

1 # Organiza�c~ao dos Dados de Treinamento
2 yii = y[ti + 1].reshape(Ni, 1)
3 yi = yi.reshape(Ni, 1)
4 xi = xi.reshape(Ni, 1)
5 zi = zi.reshape(Ni, 1)

Essa estrutura�c~ao �e crucial para garantir que os dados sejam apresentados da
maneira adequada ao modelo durante o treinamento, facilitando a aprendizagem e�caz
das rela�c~oes temporais e espaciais para prever as vaz~oes a
uentes da UHE-Tucuru��.

4.7 Treinamento dos Modelos

O treinamento dos modelos �e uma etapa cr��tica no desenvolvimento do sistema de
previs~ao de vaz~ao a
uente da UHE-Tucuru��. Cada modelo possui caracter��sticas distintas
que requerem diferentes n�umeros de �epocas (epochs) para atingir estabilidade e maximizar
o desempenho. Nesta se�c~ao, abordaremos o treinamento de cada modelo, destacando as
diferen�cas entre eles e o tempo necess�ario para o treinamento.

Primeiro, foi criada uma fun�c~ao para medir o tempo de treinamento de cada
modelo. Esta fun�c~ao registra o hor�ario de in��cio, treina o modelo e, em seguida, calcula o
tempo decorrido. Isso permite determinar o tempo necess�ario para treinar cada modelo e �e
�util para avaliar o esfor�co computacional envolvido.

1 # Definindo o tempo inicial
2 tempo_inicial = time.time()
3

4 # Treinando o modelo
5 DadosTreino = model.fit(X_treino, y_treino, epochs=X,
6 batch_size=32, verbose=1, validation_split=0.2)
7

8 # Calculando o tempo decorrido em segundos
9 tempo_decorrido = time.time() - tempo_inicial

10

11 # Convertendo o tempo decorrido para minutos e segundos
12 minutos = int(tempo_decorrido // 60)
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13 segundos = int(tempo_decorrido % 60)
14

15 # Imprimindo o tempo decorrido no formato desejado
16 print(f"Tempo de treinamento: {minutos}m{segundos}s")

4.7.1 Diferen�cas entre os Treinamentos

Cada modelo neste estudo apresentou caracter��sticas distintas que in
uenciaram
signi�cativamente o processo de treinamento. Uma diferen�ca not�avel �e o n�umero de �epocas
(epochs) que cada modelo requer para atingir estabilidade e desempenho ideal. As seguintes
informa�c~oes destacam as diferen�cas entre os modelos em termos de �epocas de treinamento:

ˆ Modelo 1 { LSTM: Treinado por 50epochs.
ˆ Modelo 2 { CNN1D: Treinado por 400epochs.
ˆ Modelo 3 { CNN2D: Treinado por 400epochs.
ˆ Modelo 4 { LSTM-CNN1D: Treinado por 500epochs.
ˆ Modelo 5 { LSTM-CNN2D: Treinado por 500epochs.

O Modelo 1 - LSTM, por exemplo, mostrou resultados satisfat�orios ap�os 50 epochs,
re
etindo uma convergência mais r�apida devido �a natureza da camada LSTM.

Por outro lado, os Modelos 2 e 3 - CNN1D e CNN2D requereram treinamentos mais
prolongados, com 400 epochs, para alcan�car a estabiliza�c~ao de suas curvas de aprendizado.
Isso destaca a complexidade adicional introduzida pelas arquiteturas de redes neurais
convolucionais no processo de aprendizado.

Os Modelos 4 e 5 - LSTM-CNN1D e LSTM-CNN2D, os mais complexos da an�alise,
demandaram extensos treinamentos, com 500 epochs, a �m de equilibrar e�cazmente a
complexidade da combina�c~ao entre camadas LSTM e convolucionais. A escolha desses
n�umeros de epochs levou em considera�c~ao n~ao apenas a estabiliza�c~ao dos modelos, mas
tamb�em a otimiza�c~ao do desempenho em rela�c~ao ao tempo de processamento.

A complexidade dos modelos tamb�em se manifestou no tempo de treinamento,
uma m�etrica de grande relevância, especialmente em contextos pr�aticos. A tabela a seguir
resume os tempos de treinamento para cada modelo:

4.7.2 Tempo de Treinamento

Tabela 8 { Resumo do Tempo de Treinamento

Modelo Tempo de Treinamento
LSTM 3m23s

CNN1D 6m22s
CNN2D 6m18s

LSTM-CNN1D 24m26s
LSTM-CNN2D 1h53m46s

Fonte: Autoria pr�opria.
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Esses n�umeros representam os tempos gastos em treinamento, sendo que os três
primeiros modelos, apesar de mais simples, j�a demandam uma quantidade consider�avel de
tempo. �A medida que a complexidade dos modelos aumenta, especialmente nos Modelos 4
e 5, o tempo de treinamento aumenta signi�cativamente, exigindo recursos computacionais
mais substanciais.

Essas informa�c~oes sobre o n�umero de epochs e o tempo de treinamento s~ao funda-
mentais para compreender o esfor�co computacional necess�ario em rela�c~ao ao desempenho
de cada modelo. Tais considera�c~oes s~ao cruciais para a sele�c~ao do modelo mais apropriado,
levando em conta as limita�c~oes de recursos dispon��veis e as necessidades de tempo em
contextos pr�aticos. Esta an�alise sublinha o fato de que a complexidade do modelo est�a
intimamente relacionada �a demanda computacional e ao tempo de treinamento.

4.8 Gr�a�cos de Perda durante o Treinamento

A an�alise dos gr�a�cos de perda durante o treinamento desempenha um papel
fundamental na avalia�c~ao do desempenho e da estabilidade dos modelos de previs~ao de vaz~ao.
Nesta se�c~ao, apresentam-se os gr�a�cos de perda para os modelos LSTM, CNN1D, CNN2D,
LSTM-CNN1D e LSTM-CNN2D. A observa�c~ao desses gr�a�cos permite acompanhar o
progresso do treinamento, veri�car se a perda est�a consistentemente diminuindo e fazer
ajustes no modelo ou no processo de treinamento, se necess�ario. Al�em disso, esses gr�a�cos
oferecem informa�c~oes valiosas para avaliar a convergência e a estabilidade do treinamento.

1 # Plotando a perda do treinamento
2 plt.subplot(121)
3 plt.plot(DadosTreino.history[ ' loss '], color= 'skyblue ', linewidth=2)
4 plt.grid(True, linestyle= '-- ' , alpha=0.7)
5

6 plt.xlabel( ' �Epoca', fontsize=12)
7 plt.ylabel( 'Perda', fontsize=12)
8 plt.title( 'Hist�orico de Perda do Treinamento ', fontsize=14)
9

10 # Plotando o logaritmo da perda do treinamento
11 plt.subplot(122)
12 plt.plot(np.log(DadosTreino.history[ ' loss ']), color= ' lightcoral ' , linewidth=2)
13 plt.grid(True, linestyle= '-- ' , alpha=0.7)
14

15 plt.xlabel( ' �Epoca', fontsize=12)
16 plt.ylabel( 'Logaritmo da Perda ', fontsize=12)
17 plt.title( 'Hist�orico de Perda do Treinamento (Logaritmo) ', fontsize=14)
18

19 # Adicionando legenda
20 plt.legend([ 'Perda', 'Logaritmo da Perda '], loc= 'upper right ')
21

22 # Exibir os gr�aficos
23 plt.tight_layout()
24 plt.show()
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Para a representa�c~ao visual do treinamento, optou-se por exibir tanto o gr�a�co
de perda convencional quanto o gr�a�co de logaritmo da perda. Essa escolha �e comum
em an�alises de treinamento de modelos, pois oferece v�arias vantagens cruciais para a
compreens~ao do desempenho do modelo.

Primeiro, o gr�a�co de perda convencional pode ser sens��vel a pequenas 
utua�c~oes,
especialmente em modelos mais complexos e treinamentos prolongados. Essa sensibilidade
pode di�cultar a identi�ca�c~ao de padr~oes signi�cativos na varia�c~ao natural da perda ao
longo das �epocas. Por outro lado, o gr�a�co do logaritmo da perda fornece uma representa�c~ao
mais suave, destacando tendências e tornando mais evidentes as mudan�cas importantes.

A transforma�c~ao logar��tmica �e valiosa porque permite uma interpreta�c~ao mais
intuitiva das varia�c~oes, especialmente quando se lida com uma ampla gama de valores de
perda. Essa t�ecnica facilita a identi�ca�c~ao visual de est�agios espec���cos do treinamento
onde ajustes ou melhorias podem ser necess�arios.

Al�em disso, a an�alise comparativa entre os dois gr�a�cos �e simpli�cada, uma vez
que eles s~ao apresentados lado a lado. Essa abordagem oferece uma vis~ao abrangente do
comportamento do modelo ao longo do tempo, permitindo que nuances e tendências gerais
sejam compreendidas de forma mais clara.

Para entender a dinâmica dos resultados, �e crucial considerar a rela�c~ao entre a
complexidade dos modelos e o desempenho nos gr�a�cos de perda. Notavelmente, observa-se
que modelos mais complexos, como o LSTM-CNN2D, podem apresentar gr�a�cos de perda
com resultados piores em compara�c~ao com modelos menos complexos, como o LSTM ou
CNN1D.

A crescente complexidade de um modelo envolve uma maior capacidade de apren-
dizado e adapta�c~ao aos dados. No entanto, em conjuntos de dados espec���cos ou tarefas
de previs~ao, essa complexidade adicional pode resultar em over�tting, onde o modelo se
ajusta demais aos dados de treinamento, perdendo a capacidade de generaliza�c~ao para
novos dados. Isso �e re
etido nos gr�a�cos de perda, onde o modelo complexo pode exibir
uma diminui�c~ao inicial da perda de treinamento, mas posteriormente apresentar aumento
da perda de valida�c~ao, indicando uma performance inferior em dados n~ao vistos.

Essa observa�c~ao destaca a importância de encontrar um equil��brio entre a complexi-
dade do modelo e a capacidade de generaliza�c~ao, ajustando hiperparâmetros e monitorando
atentamente os gr�a�cos de perda durante o treinamento. O entendimento dessa dinâmica
contribui para uma escolha mais informada e e�ciente de modelos em tarefas de previs~ao
de vaz~ao, considerando a relevância pr�atica e a capacidade de generaliza�c~ao.
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Figura 21 { Gr�a�cos de perda do Modelo LSTM.

Fonte: Autoria pr�opria.
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Figura 22 { Gr�a�cos de perda do Modelo CNN1D.

Fonte: Autoria pr�opria.

Figura 23 { Gr�a�cos de perda do Modelo CNN2D.

Fonte: Autoria pr�opria.
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Figura 24 { Gr�a�cos de perda do Modelo LSTM-CNN1D.

Fonte: Autoria pr�opria.

Figura 25 { Gr�a�cos de perda do Modelo LSTM-CNN2D.

Fonte: Autoria pr�opria.
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4.9 Valida�c~ao dos Modelos

A valida�c~ao dos modelos desempenha um papel crucial na avalia�c~ao do desem-
penho fora do ambiente de treinamento, fornecendo informa�c~oes sobre a capacidade de
generaliza�c~ao dos modelos para dados n~ao observados. Portanto, as etapas de prepara�c~ao
e cria�c~ao do conjunto de valida�c~ao, bem como a divis~ao dos dados para avalia�c~ao, s~ao
essenciais.

1 # Dados de valida�c~ao
2 yvv = y[tv + 1].reshape(Nv, 1)
3 yv = yv.reshape(Nv, 1)
4 xv = xv.reshape(Nv, 1)
5 zv = zv.reshape(Nv, 1)
6

7 # Cria�c~ao do conjunto de valida�c~ao
8 dataset_val = np.hstack((xv, yv, zv, yvv))
9 X_teste, y_teste = split_sequences(dataset_val, nsi, nso)

4.9.1 Prepara�c~ao dos Dados de Valida�c~ao

A prepara�c~ao dos dados de valida�c~ao envolve as seguintes etapas:

ˆ yvv = y[tv + 1].reshape(Nv, 1) : Obt�em as sequências temporais de sa��da do
reservat�orio Tucuru�� para o conjunto de valida�c~ao.

ˆ yv = yv.reshape(Nv, 1) : Redimensiona as sequências temporais de entrada do
reservat�orio Tucuru�� para o formato adequado.

ˆ xv = xv.reshape(Nv, 1) : Redimensiona as sequências temporais de entrada do
reservat�orio Estreito para o formato adequado.

ˆ zv = zv.reshape(Nv, 1) : Redimensiona as sequências temporais de entrada do
reservat�orio Lajeado para o formato adequado.

4.9.2 Cria�c~ao do Conjunto de Valida�c~ao

Para criar o conjunto de valida�c~ao, as seguintes etapas s~ao executadas:

ˆ dataset_val = np.hstack((xv, yv, zv, yvv)) : Cria um conjunto de valida�c~ao
combinando as sequências temporais de entrada e sa��da dos reservat�orios Tucuru��,
Estreito e Lajeado.

ˆ X_teste, y_teste = split_sequences(dataset_val, nsi, nso) : Utiliza a fun-
�c~ao split_sequences para dividir o conjunto de valida�c~ao em amostras com um
determinado n�umero de passos anteriores (nsi ) e um n�umero de passos futuros (nso)
para cada amostra. Isso cria os conjuntos de entrada (X_teste ) e sa��da (y_teste )
para o teste do modelo.

Essa estrat�egia de valida�c~ao �e crucial para veri�car como o modelo se comporta
em dados n~ao utilizados durante o treinamento, permitindo uma avalia�c~ao robusta do
desempenho e da capacidade de generaliza�c~ao dos modelos de previs~ao de vaz~ao.



70

4.10 Previs~oes

As previs~oes do modelo representam um aspecto crucial para avaliar sua capacidade
de antecipar com precis~ao as vaz~oes dos reservat�orios. Abaixo est~ao detalhadas as etapas
de realiza�c~ao das previs~oes e a visualiza�c~ao comparativa do desempenho para cada modelo.

1 # Realizando previs~oes
2 yp = model.predict(X_teste)

As previs~oes (yp) s~ao obtidas aplicando o modelo aos dados de entrada de teste
(X_teste ), proporcionando uma vis~ao do desempenho do modelo em cen�arios n~ao vistos
durante o treinamento.

Para avaliar o desempenho, s~ao gerados gr�a�cos com subgr�a�cos separados para
cada dia futuro. Cada subgr�a�co exibe as previs~oes do modelo (representadas pela linha
vermelha) em compara�c~ao com os valores reais correspondentes (linha azul) para horizontes
temporais de 1 a 7 dias �a frente.
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Figura 26 { LSTM - Compara�c~ao entre Valores Reais e Previs~oes.

Fonte: Autoria pr�opria.
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Figura 27 { CNN1D - Compara�c~ao entre Valores Reais e Previs~oes.

Fonte: Autoria pr�opria.
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